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1.Introducere
1.1. Introducere generala

Fie ca este vorba despre nori de puncte LiDAR sau de imagini ortorectificate, extragerea
informatiilor spatiale din produsele fotogrammetrice sau de teledetectie suscita un interes
deosebit cercetatorilor din domeniu. Daca pana nu demult elementele hartilor si planurilor
erau exclusiv digitizate, in ultima perioada extragerea semiautomatizata sau chiar
automatizata este solutia folositd de majoritatea companiilor.

Clasificarea sau segmentarea norilor de puncte sau a imaginilor se poate realiza prin
diverse tehnici si pe baza unei game variate de algoritmi. Cele mai folosite metode sunt cele
bazate pe Machine learning sau chiar pe retele neuronale artificiale profunde.

Administratiile locale si nu numai au de indeplinit sarcini complexe in vederea planificarii
urbane. Prin urmare, au nevoie de reprezentarea virtuald a orasului lor. Astfel, necesitatea
trecerii de la modelarea 2D la cea 3D este evidenta si extrem de necesara. Modelele 3D ale
oraselor devin o preocupare a agentiilor de cartografiere nationale din multe tari ale lumii.

1.2. Motivatie

in majoritatea tezelor de doctorat analizate, precum si in articolele de specialitate, tema
modelarii 3D a cladirilor este tratata la nivel de cladire individuala (biserici, monumente etc.)
sau pe zone mici. In teza de doctorat in cauz&, mi-am propus sa generez modelul 3D al
cladirilor pentru o zona extinsg, de tipul unui municipiu resedintd de judet. Dificultatea
generarii modelelor 3D ale cladirilor rezida, in acest caz, din cantitatea mare de date si din
necesitatile sporite de performata hardware-software. Identificarea unui flux de lucru care
sa conduca la o calitate buna a modelarii este una dintre cele mai mari provocari.

1.3. Obiective si scop

In prezenta teza va fi pus accentul pe cl&diri.

Obiectivele principale ale tezei sunt: extragerea automatizata a contururilor cladirilor atat
din nori de puncte, céat si din imagini ortorectificate si generarea modelelor 3D ale cladirilor
cu nivelul de detaliere LoD1, respectiv LoD2. Pe langa aceste obiective, care reies din titlul
tezei, mi-am propus sa ofer un cadru specializat si actual in ceea ce priveste fluxurile de
lucru de scanare laser si de aerofotografiere, procesarea datelor rezultate si situatia
internationala a modelarii 3D a cladirilor. Un alt obiectiv este identificarea unui flux de lucru
optimizat pentru clasificarea norilor de puncte ALS.

Pe parcursul tezei de doctorat, testele vor fi realizate pe o zona din Municipiul Arad cu
cladiri cu regim de inaltime mic si mediu. Am ales acest tip de zona datorita provocarilor pe
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care vegetatia le creeaza atat in extragerea cladirilor din nori de puncte, céat si din imagini
fotogrammetrice. in final, pe intrega suprafata a muncipiului Arad vor fi generate modele 3D
ale cladirilor.

Scopul tezei de doctorat este crearea unui cadru de lucru, astfel incét autoritatile in
domeniu sa faca demersurile necesare in vederea demararii unui proiect national de
generarea a modelelor 3D ale cladirilor pentru toate orasele tarii si publicarea acestora, sub
forma de date deschise, pe un portal national.

1.4. Structura tezei de doctorat
Teza de doctorat este structurata in 8 capitole, dupa cum urmeaza:

Capitolul 1, denumit /ntroducere, cuprinde o prezentare succinta a tezei de doctorat, a
obiectivelor, a motivatiei principale pentru tema aleasa si descrierea structurii la nivel de
capitole.

Capitolul 2, denumit Achizitia datelor spatiale prin scanarea laser, cuprinde istoricul
tehnologiei LIDAR, descrierea sistemelor de scanare laser aeriana traditionala (pricipiul de
functionare, enumerarea detaliatda a sistemelor produse de marile firme din domeniu,
aplicatiile acestora, fluxul de lucru complet pentru obtinerea datelor spatiale prin scanarea
laser), descrierea celor doua tehnologii moderne de scanare: SPL (engl. Single Photon
LiDAR) si Geiger-mode, precum si prezentarea datelor LiDAR care vor fi folosite in cadrul
studiului de caz.

Capitolul 3, denumit Achizitia datelor spatiale prin aerofotografiere, cuprinde descrierea
evolutiei fotogrammetrice (de la analogic la digital), detalierea camerelor de top nadirale si
oblice, enumerarea etapelor unui flux de lucru fotogrammetric, de la planificarea zborului
pana la generarea ortofotoplanului (ortofotoplanului traditional si a true-ortofotoplanului) si
prezentarea setului de date fotogrammetrice pentru studiul de caz.

Capitolul 4, denumit Extragerea elementelor din norii de puncte LiDAR, cuprinde descrierea
metodelor de segmentare, respectiv de clasificare a norilor de puncte si partea de studiu
de caz, in care voi detalia etapele fluxului de lucru propus pentru clasificarea norilor de
puncte LiDAR si analiza indicatorilor de calitate obtinuti prin rularea diversilor algoritmi de
tip Machine learning. in cadrul fluxului voi descrie abordarea proprie pentru etapa de
selectare dinamica a vecinatatii, voi utiliza pentru clasificare o serie de caracteristici proprii
ale punctelor 3D si voi testa software-ul Weka pentru clasificarea supervizata a norilor de
puncte. Software-ul a fost folosit pentru rezolvarea problemelor de extragere a tiparelor din
seturi mari de date, cu aplicatii in domeniul bancar, diagnosticare, marketing si vanzari.

Capitolul 5, denumit Extragerea elementelor din imagini ortorectificate, cuprinde
descrierea celor mai cunoscute metode de segmentare semantica a imaginilor bazate pe
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tehnici de tip Machine learning si o trecere in revista a celor mai cunoscute arhitecturi de
retele neuronale artificiale (RNA) pentru clasificarea si segmentarea semantica a imaginilor.
In partea de studiu de caz voi detalia toate etapele fluxului de lucru pentru segmentarea
semantica a imaginilor, atat cu algoritmi de tip Machine learning, cat si prin intermediul
retelelor neuronale profunde.

Capitolul 6, denumit Modelarea 3D a cladirilor, cuprinde prezentarea cadrului general al
modelarii 3D a cladirilor, pornind de la metodele de generare, continudnd cu informatii
actuale despre standardul CityGML (engl. City Geography Markup Language), detalierea
aplicatiilor modelarii 3D a cladirilor si evidentierea stadiului actual international. Ca un
preambul la studiul de caz, voi descrie cateva software-uri care permit generarea modelelor
3D si voi identifica erorile geometrice, dar si semantice, intélnite in modelarea 3D a cladirilor.
Studiul de caz va cuprinde extragerea amprentelor la sol ale cladirilor din norii de puncte
clasificati in capitolul 4 si regularizarea formei acestora. Modelarea 3D a cladirilor va fi
abordata in doua software-uri: 3dfier si Esri CityEngine.

Capitolul 7, denumit Generarea si publicarea modelelor 3D ale cladirilor pentru Municipiul
Arad, cuprinde exemplificarea modelarii la nivel de municipiu, pe baza datelor din baza de
date nationala TopRo5 si a celor din proiectul LAKI Il. Modelarea se va realiza in software-ul
CityEngine. La final se va evalua calitatea modelelor 3D si va fi realizat un studiu comparativ
cu modelele generate in capitolul anterior. Modelele 3D ale cladirilor pentru Municipiul Arad
vor fi publicate in mediul ArcGIS Online.

Capitolul 8, denumit Concluzii generale, contributii originale si perspective de viitor,
cuprinde concluziile generale asupra cercetarii efectuate in prezenta teza, contributiile
originale aduse in lucrare, precum si perspective viitoare de cercetare.
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2.Achizitia datelor spatiale prin scanarea laser

2.1. Introducere

in cadrul acestui capitol voi prezenta fluxul de lucru pentru obtinerea datelor spatiale prin
scanarea laser, de la planificarea zborului de achizitie a datelor pana la generarea
produselor finale. in preambul, voi prezenta istoricul tehnologiei LIDAR (engl. Light Detection
and Ranging), pornind din 1930 si pana in prezent, dar si notiuni legate de functionarea
sistemelor ALS (engl. Airborne Laser Scanning - Scanare Laser Aeropurtata). Atat sistemele
ALS produse de marile firme din domeniu, cat si aplicatiile acestora vor fi detaliate in cadrul
capitolului. in subcapitolele 2.7 si 2.8 voi prezenta cele doua tehnologii moderne de scanare:
SPL (engl. Single Photon LiDAR) si Geiger-mode. in incheierea capitolului voi prezenta setul
de date LiDAR pentru Municipiul Arad, resedinta a judetului Arad, Romania, din proiectul
Informatii geografice pentru mediu, schimbari climatice si integrare UE - LAKI Il (engl. Land
Administration Knowledge Improvement) al Agentiei Nationale de Cadastru si Publicitate
Imobiliara (ANCPI).

2.2. Scurt Istoric

Conceptul LiDAR a fost introdus in anii 1930, de catre E. H. Synge, care a fost sustinut de
A. Einstein in publicarea ideilor sale legate de o noud metoda de imagistica microscopica in
care un camp optic imprastiat dintr-o mica particula de aur ar putea fi folosit ca sursa de
lumina. Tehnologia a evoluat mult, astfel cain 1992, se foloseau pentru prima data detectorii
de tip Geiger, dezvoltati de cercetdtorul R. Marino. in 2017, Leica Geosystems incepe
fabricarea scanerului SPL 100, care asigura achizitionarea de date LiDAR pentru suprafete
mari de teren, la costuri minime.

2.3. Notiuni introductive

LiDAR (engl. Light Detection And Ranging), cunoscuta si sub denumirea de LADAR sau
altimetrie laser este o tehnologie activa de teledetectie. Scanerul LiDAR emite un fascicul
intens si concentrat de lumina si masoara timpul necesar pentru ca reflexiile sa fie detectate
de catre senzor. Aceastd informatie este folositd pentru a determina distanta péana la
obiecte (Carter, et al., 2012).

2.4. Clasificarea sistemelor de scanare laser

Clasificarea sistemelor de scanare laser poate fi realizata dupa diferite caractersitici,
cum ar fi:
10
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. dupa tehnica de masurare: sistem cu lungime de unda continua sau sistem laser pulsat;

. dupa platforma folosita: sisteme aeropurtate, pe platforma satelit sau terestre;

. dupa sistemul in care este inclus senzorul: sistem LiDAR simplu sau hibrid;

. dupa tipul receptorului: mod linear, Geiger (GmLiDAR) sau unic-foton;

. dupa scopul scanarii si lungimile de unda folosite: topografic sau batimetric;

. dup@ numarul de surse de lumina: sistem cu lungime de unda singulara sau
multispectral.

O Ul WN =

2.5. Aplicatii ale scanarii laser

Exista numeroase aplicatii ale scanarii laser, printre care putem aminti: cartografierea
terenurilor, a retelelor de utilitati, a zonelor inundate sau afectate de catastrofe si realizarea
hartilor de hazard (predictia pericolului de inundatii), cat si modelarea 3D etc.

2.6. Scanarea laser aeriana traditionala

Scanarea laser aeriana (ALS) permite preluarea norilor de puncte, folosind platforme tip
avion, elicopter sau UAV. in cele ce urmeaz4, vor fi prezentate detalii despre scanarea laser
aeropurtata cu platforma tip avion.

2.6.1.Principiul de functionare al unui sistem ALS

" * € 54 Constelatie GNSS
=
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Figura 2.1 Principiul de baza al sistemelor ALS
(Adaptare dupd (Fernandez-Diaz, Carter, Shrestha, & Glennie, 2074))

in figura 2.1 se pot observa liniile de zbor preluate, folosind oglinda oscilanta, ceea ce
determina sablonul de preluare sub forma literei Z.

2.6.2. Componentele unui sistem ALS

in figura 2.2 se pot observa componentele de baz ale unui sistem ALS si anume:

11
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1. componenta aeriana: platforma aeriana, scanerul laser si sistemul POS;
2. componenta la sol: statiile de referinta GNSS si componenta hardware-software.

SCANER LASER

STATII REFERINTA
GNSS LA SOL

SISTEM POS r are| Unitate laser de |

TRAIECTORII DE SCANARE

=
_'//_?,

NORI DE PUNCTE
Figura 2.2 Componentele unui sistem ALS

2.6.2.1. Scanerul laser

Scanerul laser este compus din unitatea laser de masurare a distantei, dispozitivul de
scanare optomecanic si unitatea de control, monitorizare si stocare.

2.6.2.2. Sistemul POS

Sistemul POS este format din componentele IMU si GNSS. Sistemul GNSS foloseste si
statii de referinta la sol, care trebuie amplasate pe suprafata de scanare astfel incat distanta
dintre sistemul ALS si statiile de referinta sa nu fie mai mare de 25 km (Wehr, 2018).

2.6.3. Reflectanta si interactiunea cu obiectele

Reflectanta este definita ca raportul dintre radiatia incidenta de pe o anumita suprafata
si radiatia reflectata de pe suprafata respectiva. Din punct de vedere al performantei
sistemului LiDAR, aceasta caracteristica a suprafetelor este foarte importanta.

2.6.4. Evolutia scanerelor ALS

Piata de scanere LiDAR la nivel mondial a cunoscut o crestere semnificativa in ultimii ani
datoritd sectorului reprezentat de vehiculele autonome. intr-un top 10 al producétorilor de
instrumente LiDAR, elaborat de (Chakravarty, 2019), se remarca urmatoarele firme:

e din Europa: Hexagon Geosystems (Suedia) - locul |, SICK AG (Germania) - locul llI, Riegl
(Austria) - locul VI,

e din America de Nord: Velodyne LiDAR (California, SUA) - locul I, TOPCON (California,
SUA) - locul IV, Trimble (California, SUA) - locul V, Teledyne OPTECH (Canada).

12
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2.6.5.Flux de lucru pentru scanarea laser ALS

Fluxul de lucru pentru generarea unor produse geospatiale prin masuratori de scanare
laser implica planificarea misiunii de scanare, efectuarea masuréatorilor, preprocesarea si
postprocesarea datelor.

2.6.5.1. Planificarea misiunii de scanare

Pe baza specificatiilor tehnice care stau la baza oricarui proiect de scanare si cu ajutorul
unui program specializat, se realizeaza planificarea misiunii de scanare. Primul pas este
alegerea sistemului ALS corespunzéator necesitatilor proiectului.

Planificarea scanarii fara o suprapunere intre benzile adiacente poate conduce la goluri
de date; pentru a preintdmpina o astfel de situatie, in practica LiDAR se recomanda o
suprapunere de minimum 20%, putadnd ajunge chiar si la 50% acolo unde se solicita o
densitate mare a punctelor de scanare (Heidemann, 2018). Pentru o planificare buna trebuie
tinut cont de rapoartele meteorologice locale, modificarile mari ale topografiei, bazinele de
apa existente si de acoperirea terenului.

2.6.5.2. Masuratori la teren

Prin efectuarea de masuratori la teren trebuie determinate coordonatele punctelor care
formeaza suprafetele de control si ale punctelor de verificare. Aceste coordonate trebuie
determinate la teren cu o precizie planimetrica si altimetrica superioara celei de determinare
a punctelor LiDAR.

2.6.5.3. Achizitionarea datelor prin scanarea laser

inainte de scanarea propriu-zis3, trebuie efectuata calibrarea instrumentului; acest pas
se realizeaza la fiecare instalare a sistemului in aeronava sau dupa orice modificare in
instalarea sistemului, prin masurarea vectorilor 3D ai bratului parghiei. Pilotul urmareste,
prin intermediul software-ului de ghidare al zborului, planul de scanare, iar la sfarsitul
misiunii de scanare, masuratorile LiDAR si ale sistemului POS sunt stocate pe carduri de
memorie sau hard-diskuri, iar masuratorile de la statiile de referinta la sol sunt stocate local.

2.6.5.4. Procesarea datelor LiDAR

Dupé procesarea secventiala si calibrarea datelor, masuratorile geocodate sunt stocate
in ordine cronologica, cu urmatoarele atribute: timpgps, Xwesss, Ywesss, Zwaess4, intensitate.

Pentru asigurarea calitatii datelor, trebuie realizatd compensarea benzilor de scanare pe
baza zonelor de suprapunere dintre benzi (inclusiv a celor transversale).

Norii de puncte LiDAR sunt seturi mari de date neregulat spatiate, care contin milioane
de puncte 3D. Formatul standard de stocare al norilor de puncte este formatul las, definit de
ASPRS (Societatea Americana de Fotogrammetrie si Teledetectie). Un atribut important al
punctelor 3D este clasa. in versiunea 1.4 a fisierelor las, sunt prezentate 256 de clase

13
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standard, impartite in: 21 definite de ASPRS (de ex. Cale feratd, Cladiri), 42 rezervate si 203
definibile de catre utilizator (ASPRS, 2019).

Precizia absoluta a punctelor 3D este influentata de solutia GNSS-IMU, caracteristicile
scanerului, calitatea calibrérii, calitatea compensarii benzilor si de precizia transformarii in
sistemul national de referinta. in cadrul subcapitolului sunt detaliate precizia planimetrica
absolutd, precizia altimetrica relativa si cea absoluta.

2.6.5.5. Generarea Produselor Finale

Produsele finale care pot fi generate pe baza norilor de puncte 3D sunt modelele digitale
2.5D (modelele digitale ale terenului, modelele digitale ale suprafetelor, modelele digitale
normalizate ale suprafetelor), curbele de nivel, elementele vectoriale 2D (extrase
automat/semiautomat/digitizate) si modelele 3D ale obiectelor.

2.7. Scanarea laser aeriana tip SPL

Acronimul SPL vine de la Single Photon LiDAR (LiDAR unic-foton). Principiul de
functionare al instrumentelor tip SPL este emiterea unui singur impuls laser si divizarea
acestui fascicul prin intermediul unui element optic difractiv in multiple subfascicule, cu
scopul cresterii densitatii punctelor. Avantajele sistemelor tip SPL (Muséus, 2019) sunt
urmatoarele:

v" indltimi mari de scanare, cu pastrarea densitatii punctelor;

v'scanarea zonelor mari, intr-un interval de timp de 2- 3 ori mai scurt fata de sistemele

liniare LiDAR (rata de scanare > 450km?/h la o densitate de 8pct/m?);

v’ penetreaza norii si ceata de joasa inaltime, permitand extinderea perioadelor de

scanare;

v’ eroarea medie patratica altimetrica < 10cm, iar cea planimetrica < 15cm.

2.8. Scanarea laser aeriana Geiger-mode

L3Harris Technologies Inc. a dezvoltat, in 2015, instrumentul LiDAR cu senzorul GmAPD
(Geiger-mode Avalanche Photo Diode), care contine o matrice de 32 x 128 detectori (SPAR
3D, 2016). Scanerul Geiger-mode achizitioneaza nori de puncte mult mai densi, intr-un timp
mult mai scurt si la preturi reduse. Colectarea datelor sub unghiuri multiple conduce la
imbunétatirea penetrarii vegetatiei, la eliminarea zonelor umbrite si a golurilor de date.

2.9. Prezentarea datelor LiDAR din studiul de caz

Zona de studiu este Municipiul Arad, resedinta a judetului Arad, Romania. Datele LiDAR
fac parte din proiectul LAKI I, pentru care am realizat controlul calitatii si receptia datelor.
Unul dintre obiectivele acestui proiect (ANCPI, 2016) a fost obtinerea MDT si MDS prin
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scanarea aeriana LiDAR cu o densitate de 8pct/m? pentru zonele cu risc mare de inundatii
din judetele Arad si Bihor, pentru o suprafata de aproximativ 10000km?.

Zborul s-a efectuat cu scanerul RIEGL Q780, montat pe platforma tip avion. Norul de
puncte pentru Municipiul Arad insumeaza un numar peste 2 miliarde de puncte 3D, cu
raspunsuri de la 0 la 7. Pentru generarea MDT si MDS, norii de puncte au fost clasificati in:
puncte la sol (clasa 2), puncte tip pod (clasa 10) si puncte neclasificate (clasa 1). Clasele 7
si 8 sunt clase cu puncte zgomot, care au fost excluse din procesul de generare a modelelor
digitale. MDT-ul a fost generat pe baza punctelor din clasa 2, iar MDS pe baza claselor 1, 2
si 10. Pe zona de interes au fost generate cate 23 de tile-uri de MDT, respectiv MDS, cu
rezolutia de 1m, in format geotiff.
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3.Achizitia datelor geospatiale prin
aerofotografiere

3.1. Introducere

in cadrul acestui capitol voi prezenta etapele unui flux de lucru fotogrammetric, de la
planificarea zborului si padna la generarea produselor finale. Generarea ortofotoplanului
traditional pe baza MDT va reprezenta preambulul pentru explicarea detaliata a generarii
true-ortofotoplanului. Camerele de top nadirale si oblice vor fi detaliate in continuare.
Accentul va fi pus pe tehnologia de achizitionare si prelucrare a imagilor oblice, dat fiind
caracterul inovativ al acestei tehnologii si dezvoltarilor cele mai recente in termeni de
procesare. Capitolul se incheie cu prezentarea setului de date fotogrammetrice pentru
Municipiul Arad. Datele folosite fac parte din proiectul LAKI Il al ANCPI.

3.2. Evolutia fotogrammetriei

Din punct de vedere al metodei de exploatare a stereomodelelor se disting trei tehnici,
care reprezinta si cele trei mari epoci ale fotogrammetriei: analogica, analitica si digitala.

Fotogrammetria analogicd a fost folositd in perioada 1900-1960 si implica
achizitionarea, cu camere clasice analogice, imaginilor pe film (format 19x19cm sau
24x24cm). in Romania, aceastd tehnica de exploatare a imaginilor a fost folositd pana la
aparitia fotogrammetriei digitale. Fotogrammetria analitica a fost folosita in perioada 1960-
2000 si se aseamana cu cea analogica, cu diferenta ca aparatul de stereorestitutie este
analitic (ex. Aviolyt Wild Bc2). Acesta are in componenta un computer, pe care se traseaza
elementele in format vector, iar harta se obtine la un plotter. Epoca digitala a debutat cu
aceleasi imagini analogice, insa prelucrarea s-a realizat cu softuri specializate de
stereorestitutie digitala. In cadrul acestei epoci fotogrammetrice, orientarea se realizeaza in
regim automat sau semiautomat, exploatarea stereomodelului este interactiva, iar
produsele fotogrammetrice obtinute sunt intr-o gama larga. Pentru o perioada, camerele
analogice si cele digitale au coexistat, producand simultan date pentru cartografierea
zonelor de interes.

3.3. Principiile de baza ale fotogrammetriei

Principiul de baza al fotogrammetriei este triangulatia. Astfel, pentru a determina
coordonatele unui obiect din teren, se achizitioneaza imagini asupra obiectului din doua
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pozitii diferite. In prezent, se folosesc doua tehnologii de achizitionare a imaginilor digitale:
cu senzori CCD sau cu senzori CMOS.

Clasificarea imaginilor fotogrammetrice (Upadhyay, 2013) se poate realiza dupa mai
multe criterii, printre care:

1. locatia camerei fotogrammetrice in momentul preludrii datelor: aeriane sau terestre;
2. unghiul sub care se realizeaza achizitia datelor fata de nadir: nadirale sau inclinate;
3. unghiul FOV al camerei: cu FOV normal, mare sau super-mare.
Preluarea imaginilor digitale se poate realiza fie in mod secvential cu camere tip
pushbroom (ex. Leica ADS40), fie prin expunere unica (ex. Leica DMC).

3.4. Sisteme fotogrammetrice aeriene
3.4.1. Camere fotogrammetrice nadirale

Imaginile nadirale permit observarea optima a acoperisurilor, ofera avantajele iluminarii
egale a intregii zone fotografiate si al rezolutiei spatiale constante. Primele imagini aeriene
comerciale au fost achizitionate in Anglia anilor 1919, de compania Aerofilms, care a
desfasurat ulterior activitati de fotografiere ample, in scopuri de cartografiere, in Africa, Asia
si Anglia (Aerial photography, 2017). Actualmente, pe piata fotogrammetrica sunt multe
companii producatoare de camere nadirale aeriene, cum ar fi Leica Geosystems, Vexcel
Imaging, Phase One, Teledyne Optech etc.

3.4.2. Camere fotogrammetrice oblice

Camerele oblice sunt folosite inca din anii 1930 in Statele Unite ale Americii, in sectorul
militar. De-a lungul anilor au existat mai multe tipuri de camere oblice (Remondino, Toschi,
Nex, & Gerke, 2018): cu o singura camera (VisionMap), 2 camere (IGI Dual), 3 camere (DLR-
3K), 4 camere (Rolleimetric AIC x4), 5 camere (Fairchild T-3A) sau camere multiple
(Octoblique Midas). Sistemele oblice pot avea urmatoarele configuratii:

v Maltese-cross: dispun de o camera orientatd nadiral si 4 camere dispuse pe 2 directii
perpendiculare, care preiau imagini oblice sub unghiuri de inclinare de 40°-50°;

v Fan (camere gemene - VisionMap A3 Edge);

v" Block (4 camere aranjate intr-un bloc - IGI Quattro-DigiCAM).

3.5. Flux de lucru fotogrammetric

3.5.1.Planificarea misiunii de aerofotografiere

Pe baza specificatiilor tehnice care stau la baza proiectului de aerofotografiere se
selecteaza senzorul si platforma adecvate si se realizeaza planificarea zborului. Exista

diverse pachete software pentru planificarea zborului, fie furnizate de producatorii de
senzori, fie de catre dezvoltatori independenti (Pepe, Fregonese , & Scaioni, 2018).

17



Contributii la automatizarea extragerii informatiilor spatiale in vederea modelarii 3D Bin4 Iuliana Maria

3.5.2. Efectuarea masuratorilor la teren si a zborului fotogrammetric

in teren se vor determina coordonatele punctelor de control si verificare, care au fost
planificate in etapa anterioara. Alegerea perioadei optime pentru efectuarea zborului
fotogrammetric trebuie sa tina cont de urmatoarele aspecte:

e unghiul de elevatie al Soarelui trebuie sa fie mai mare de 30°, pentru a limita prezenta
umbrelor in imagini;
e suprafata terenului nu trebuie sa fie acoperita de zapada sau inundatji;

e conditiile atmosferice de tip ceata, voal atmosferic sau praf vor fi evitate.
3.5.3. Extragerea punctelor de legatura

Aceasta etapa fotogrammetrica consta in extragerea punctelor corespondente in 2 sau
mai multe imaginiintre care exista suprapunere. Automatizarea acestui pas de lucru in cazul
imaginilor oblice este o activitate laborioasa, datorita perspectivelor si iluminarii diferite sub
care sunt preluate imaginile. Identificarea punctelor de legatura se poate baza pe strategia
fortei brute, care presupune compararea fiecarui descriptor al imaginii A cu fiecare
descriptor al imaginii B. Aceasta abordare este simpla, dar destul de ineficienta. Alternative
la strategia de forta brutd sunt: FLANN (Fast Library for Approximate Nearest Neighbors),
care foloseste o structurd de cautare rapidd si MatchMe, care foloseste mésuréatori de
similitudine intre descriptori (Shragai, Barnea, & Even-Paz, 2012).

3.5.4. Compensarea in bloc a imagiilor

in urma compensérii in bloc a imaginilor, pe baza coordonatelor punctelor GCP, a
parametrilor de orientare interioard, a coordonatelor si a unghiurilor de rotatie masurate
pentru fiecare centru de proiectie si a punctelor de legatura identificate anterior, se vor
determina coordonatele 3D ale punctelor si parametrii de orientare exterioara compensati.
Atat extragerea punctelor de legatura, cat si compensarea in bloc se pot realiza cu softuri
specializate, de tipul Inpho Match-AT (Trimble), UltraMap (Vexcel), Leica Xpro (Hexagon),
pachetul Pix4D (Pix4D).

3.5.5. Realizarea DIM si MDS

Dupa realizarea orientarii imaginilor nadirale si/sau oblice, se trece la generarea norului
de puncte dens (DIM). Pentru achizitie de imagini nadirale la un GSD de 10 cm se poate
genera un nor de puncte cu densitatea de 100 puncte/m?2. in cazul imaginilor oblice, se pot
obtine nori de puncte de 3 ori mai densi (Rupnik, Nex, & Remondino, 2014).

3.5.6. Generarea ortofotoplanului

Ortofotoplanul este produsul de baza al fluxului fotogrammetric si reprezinta o imagine
ortorectificata, unde efectele de perspectiva datorate achizitiei si reliefului au fost eliminate.
Pentru generarea ortofotoplanului, in mod traditional, se folosea MDT, dar utilizarea MDS a
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devenit un standard in domeniul cartografierii. Precizia ortofotoplanului generat pe baza
MDS, denumit si true-ortofotoplan, depinde de calitatea MDS.

Cea mai cunoscuta metoda de generare a true-ortofotoplanurilor este metoda Z-Buffer,
dezvoltata pentru rezolvarea problemei suprafetelor ascunse (Catmull, 1974).

3.6. Aplicatii ale aerofotografierii

La finalul fluxului fotogrammetric se afla datele vector, rezultate fie prin digitizarea 3D in
stereomodele sau 2D pe ortofotoplan, fie prin extragerea datelor prin procedee
automate/semiautomate. Aceste elemente fac obiectul diverselor aplicatii fotogrammetrice
(planificare urbana, situatii de urgenta si hazarde etc.).

3.7. Prezentarea datelor fotogrammetrice din studiul de caz

Zona de studiu este cea prezentata in subcapitolul 2.9, iar datele fac parte din acelasi
proiect LAKI Il. Pe langa obiectivele deja descrise ale proiectului, putem aminti
aerofotografierea si realizarea ortofotoplanului cu rezolutia in teren a pixelului de 20 cm si
precizie corespunzatoare (ANCPI, 2016). Zborul de aerofotografiere s-a efectuat cu camera
Vexcel Ultracam Eagle Mark2, montat pe o platforma tip avion. Aerofotografierea s-a
executat pe directia Est-Vest, cu respectarea tuturor cerintelor meteorologice, atunci cand
unghiul de elevatie al Soarelui a fost mai mare de 30°. Aerofotografierea pentru zona
Municipiului Arad a fost realizata in luna martie 2017, prin preluare a 39 de imagini aeriene,
dispuse pe 4 linii de zbor. Suprapunerea longitudinala a fost de 65%, iar cea transversala de
35%. Dupa rularea fluxului fotogrammetric in software-ul UltraMap, s-a obftinut
ortofotoplanul RGB cu rezolutia spatiald de 20cm si cu precizia planimetrica absoluta de *
0.20m.
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4. Extragerea elementelor din norii de puncte
LiDAR

4.1. Introducere si scop

in cadrul acestui capitol voi prezenta cele mai cunoscute metode de segmentare a norilor
de puncte. Voi continua cu prezentarea caracteristicilor punctelor 3D si metodelor de
clasificare supervizata a norilor de puncte bazate pe Machine learning. Scopul trecerii in
revista a tuturor metodelor de segmentare si clasificare este de a crea un cadru pentru
prezentarea studiului de caz, in care voi detalia toate etapele fluxului de lucru propus pentru
clasificarea norilor de puncte LiDAR.

4.2. Metode de segmentare a norilor de puncte LiDAR

Segmentarea norilor de puncte este procesul de clasificare a punctelor in regiuni
omogene multiple, pe baza masuratorilor de similitudine a diferitelor caracteristici (Nguyen
& Le, 2013). Metodele de segmentare au fost clasificate de mai multi cercetdtori din
domeniu, printre care (Sapkota, 2008), (Nguyen & Le, 2013) si (Xie, Tian, & Zhu, 2020).

4.2.1. Metode de segmentare bazate pe muchii

Aceste metode constau in doud etape: extragerea muchiilor (limite intre diferite regiuni)
si gruparea punctelor din interiorul acestor limite. Identificarea muchiilor se face pe baza
schimbarilor proprietatilor suprafetei fata de un prag stabilit initial. Una dintre proprietatile
folosite pentru identificarea muchiilor este intensitatea.

4.2.2. Metode de segmentare bazate pe regiuni

Metoda de segmentare bazata pe regiuni, cunoscuta sub denumirea de region growing,
a fostintrodusa de (Besl & Jain, 1988). Avantajul principal al acestei metode este robustetea
la punctele zgomot. O colectie de algoritmi tip region growing sunt disponibili in biblioteca
de coduri C++ pentru procesarea norilor de puncte, denumita PCL (Rusu & Cousins, 2011).

4.2.3. Metode de segmentare bazate pe atribute

in cadrul acestor metode se realizeazd gruparea punctelor pe baza atributelor. Astfel,
primul pas consta in calculul atributelor, spre exemplu, masuratori ale texturii suprafetelor
(Filin S., 2002). (Filin & Pfeifer, 2006) au folosit metoda pantei adaptabile pentru selectarea
vecinatatii pe baza urmatoarelor atribute ale norului de puncte: densitatea, spatierea pe
orizontala si verticala si precizia de masurare a punctelor.
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4.2.4. Metode de segmentare bazate pe potrivirea de modele

Aceasta metoda (engl. model fitting) a pornit de la ideea ca majoritatea obiectelor
artificiale pot fi descompuse in forme geometrice primitive, precum planuri, cilindri, sfere si
conuri (Schnabel, Wahl, & Klein, 2006). Metodele robuste de estimare a parametrilor sunt
transformarea 3D Hough si metoda RANSAC (engl. RANdom SAmple Consensus).

Metoda RANSAC a fost definitd de catre (Fischler & Bolles, 1987) si foloseste un numar
minim de puncte, alese in mod aleatoriu, pentru a construi o solutie initiald, pe baza céreia
calculeaza parametrii modelului initial. Acest set de date este marit cu punctele care se
potrivesc in modelul initial. Astfel, sunt generate mai multe ipoteze de primitive, iar alegerea
variantei optime se bazeaza pe o schema de votare.

Aceasta metoda are la baza metoda lui (Hough, 1962) de recunoastere a elementelor 2D
(linii si cercuri) in cadrul imaginilor. Trecerea de la spatiul 2D (imagini) la spatiul 3D (nori de
puncte) a fost realizata in mai multe etape si putem aminti activitatea de cercetare pentru a
detecta forme arbitrare (Ballard, 1991).

4.2.4.1. Metode de segmentare bazate pe grafice

in cea mai simplista abordare, metodele de segmentare bazate pe grafice considera norul
de puncte ca fiind un grafic, in care fiecare punct este un nod, iar conexiunile dintre anumite
perechi de puncte invecinate reprezintda muchii. Abordarea lui (Golovinskiy & Funkhouser,
2009) este de creare a unui grafic 3D pe baza metodei KNN, unde punctele apropiate sunt
mai strans conectate.

4.2.5. Metode hibride de segmentare

Metodele hibride folosesc pentru segmentare combinarea mai multor metode siincearca
sa micsoreze dezavantajele generate de utilizarea unei metode prin exploatarea avantajelor
alteia.

4.2.6. Metode de segmentare bazate pe machine learning

Invatarea nesupervizata (engl. unsupervised learning) de tip machine learning se reduce
la problema de determinare a modului de organizare a datelor. Unele dintre metodele de
segmentare care nu se bazeaza pe date de instruire sunt K-means (Zhu & Shahzad, 2014),
Fuzzy clustering (Sampath & Shan, 2010), Mean-shift (Ukrainitz & Sarel, 2014) si gruparea
ierarhica: SLink (Sibson, 1973), P-Linkage (Lu, et al., 2016).

4.3. Metode de clasificare a norilor de puncte bazate pe Machine learning

Sunt cunoscute trei abordari ale problemei de segmentare semantica (Grilli, Menna, &
Remondino, 2017): supervizata, nesupervizata si interactiva. in figura 4.1 este reprezentat
schematic un flux de lucru pentru clasificarea supervizata a unui nor de puncte.
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CLASIFICARE
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Figura 4.1 Flux de lucru pentru clasificarea supervizata a norilor de puncte

4.3.1. Caracteristici ale punctelor 3D
4.3.1.1. PCA, valori si vectori proprii

Tehnica PCA (engl. Principal Component Analysis) realizeaza sarcina de reducere a
dimensiunii prin calcularea principalelor componente ale datelor - seturi de valori si vectori
proprii. Valorile proprii indica dimensiunile unui elipsoid 3D de-a lungul celor trei axe
principale si respecta inecuatia:

M= =220 (4.1)
4.3.1.2. Generalitati despre caracteristicile punctelor 3D

O caracteristica este o reprezentare specifica a datelor, prin care este descrisa o
proprietate care permite diferentierea anumitor elemente in cadrul scenei (Weinmann M.,
2013). In cazul norilor de puncte, caracteristicile pot reprezenta trésaturi geometrice locale
sau globale.

4.3.1.2.1. Caracterstici 3D ale punctelor LiDAR

Caracteristicile 3D pot fi structurate in caracteristici geometrice si caracteristici locale-
abstracte. Caracteristicile geometrice 3D pot fi: cota punctelor, densitatea locala a punctelor,
verticalitatea, diferenta maxima de cota intre punctele din vecinatatea respectiva, abaterea
standard a cotelor in vecinatatea respectiva. Cele mai cunoscute caracteristici locale 3D
sunt caracteristicile proprii abstracte (Weinmann M. , 2016), calculate pe baza valorilor
proprii, cum ar fi: liniaritatea, planaritatea, imprastierea.

* liniaritatea L= % (4.2)
« planaritatea P= % (4.3)
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4.3.1.2.2.  Caracteristici 2D ale punctelor LIDAR

Caracteristicile 2D permit identificarea anumitor obiecte din scena urbang, care sunt
aproape perfect verticale (fatade cladiri, stalpi) si sunt complementare celor 3D.

4.3.2. Selectarea vecinatatii

Definirea vecinatatii unui punct 3D, 2, reprezinta selectarea punctelor vecine lui 2, iar
acest lucru poate fi facut folosind diferite strategii (Weinmann, et al., 2015), printre care:

a. vecinatate fixa pentru toate punctele norului 3D: sferica sau cilindrica.
b. vecinatate datd de numérul de vecini K apropiati- formata din cele mai apropiate K
puncte 3D din jurul punctului 2, in termeni de distanta metrica 3D sau 2D.
Ambele abordari prezentate necesita cunoastere prealabild a zonei analizate si definirea
unei valori constante: fie a razei sferei/cilindrului, fie a numarului de vecini.

4.3.3. Extragerea caracteristicilor 3D

Majoritatea caracteristicilor definite anterior se bazeaza pe calcule in interiorul vecinatatii
definite. Spre exemplu, un punct poate avea ca atribute urmatoarea serie de 16 caracteristici
calculate: P(L,P,S,C,0,A,E, %, H,D3p,V,AHsp, 04, Dyp, 2op, Rap)-

4.3.4. Selectarea caracteristicilor optime

in selectarea caracteristicilor optime de folosit in procesul de clasificare trebuie s& se
tina cont de fenomenul Hughes. Acest fenomen implica o crestere a preciziei clasificarii,
urmata de atingerea unui maxim si de o usoara scadere. Acest trend are legatura si cu
numarul caracteristicilor folosite in procesul de clasificare. In abordarea extrasa din
(Weinmann, Jutzi, & Mallet, 2014) se foloseste masura de castig informational (engl.
information gain - 1G). IG este evaluat independent pentru fiecare caracteristica si cele care
obtin valori mai mari sunt considerate relevante si se vor folosi in procesul de clasificare.
4.3.5. Clasificarea supervizata
Clasificarea supervizata se poate realiza prin mai multe metode, dar toate au in comun
cele doua seturi:
v deinvatare X = {(x;, 1))}, i=1...N,, L €{1..N;} (4.4)
v detestareY ={y;}, j=1...N, (4.5)
unde,
x; = vectorul caracteristicilor punctului ;

l; = clasa aferenta punctului i;
yj = vectorul caracteristicilor punctului j

si scopul final de atribuire a unei clase [; (j = 1.... N,) fiecarui punct j din setul de testare.

Metodele de clasificare supervizata se pot diferentia in clasificatori standard, care se
bazeaza doar pe caracteristicile individuale extrase si clasificatori contextuali, care
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exploateaza atat caracteristicile individuale extrase, cét si relatiile dintre punctele 3D din
cadrul vecinatatii. Clasificatorii supervizati utilizati cu precadere sunt Nearest Neighbour,
Arbore de decizie, Random Forest, AdaBoost, Support Vector Machines si Maximum
Likelihood. O altd abordare este clasificarea norilor de puncte prin intermediul retelelor
neuronale profunde.

Clasificatorul Nearest Neighbour (NN) foloseste invatarea bazatd pe instante. Regula
folosita este de comparare a caracteristicilor punctelor noi cu cele ale punctelor din setul
de invatare, spre exemplu prin folosirea distantelor Euclidiene.

Clasificatorul Arbore de decizie (engl. decision tree - DT) este un tip de invdtare bazat pe
reguli. Pe baza caracteristicilor norului de puncte sunt selectate o serie de decizii sau
Jntrebari”. In functie de ,raspunsurile” primite la aceste ,intrebari” un punct este atribuit unei
anumite clase.

Clasificatorul tip Random Forest (RF) are la baza teoria definita de L. Breiman (Breiman
L., 2001). Este un clasificator care se bazeaza pe regulile de invatare de ansamblu. RF este
reprezentat de un ansamblu de arbori de decizie binari, care pe baza ,raspunsurilor”
(adevarat sau fals) la nivelul fiecarei ramuri, partitioneaza setul de date. Nodul ,radacinad”
cuprinde intreg spatiul predictor, iar nodurile care nu mai sunt partitionate reprezinta frunze
si sunt deciziile finale ale clasificarii.

Clasificatorul Adaboost, in cadrul fiecarei iteratii, concepe o distributie a subsetului de
invatare si aplica o ipoteza cu o eroare scazuta in ceea ce priveste clasa reala. Dupa rularea
tuturor iteratiilor, ipotezele individuale trebuie combinate intr-o singura regulad de predictie
(Freund & Schapire, 1997).

Bazele teoretice ale acestui algorim au fost definite de catre (Cortes & Vapnik, 1995), cu
scopul initial de separare a doua clase, metoda denumitd support-vector network. Support
Vector Machines (SVM) este un clasificator de maximizare a marginilor. Algoritmul SVM
pentru clasificarea multi-clasa poate fi privit ca un clasificator tip unu versus restul (Morariu,
2007) sau unu versus unu (Chang & Lin, 2011).

Naive Bayesian este un clasificator probabilistic, care deduce cea mai probabila clasa
pentru fiecare punct pe baza teoremei Bayes si a ipotezei ca toate caracteristicile sunt
conditionat independente (John & Langley, 1995). Pentru a elimina problema
caracteristicilor corelate, a fost dezvoltat algoritmul Maximum Likelihood (ML), care se
bazeaza pe ipoteza conform careia clasele pot fi reprezentate prin diferite distributii tip
Gauss.

4.3.6.Evaluarea calitatii clasificarii norilor de puncte

Dupa clasificarea setului de date de testare, se trece la etapa finala a procesului de
clasificare, si anume, la evaluarea calitatii clasificarii. Aceasta evaluare se realizeaza la nivel
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de indicatori de calitate, pe baza valorilor extrase din matricea de confuzie (Weinmann M.,
2019).

4.4. Studiu de caz pentru clasificarea norilor de puncte
4.4.1. Pregatirea norului de puncte

Primul pas in fluxul de lucru pentru clasificarea
supervizata este pregatirea norului de puncte, prin
selectarea zonelor de invatare, de testare si de validare a
rezultatelor clasificarii, filtrarea punctelor zgomot aferente
acestor zone si codarea RGB a norilor de puncte. impartirea
acestor puncte pe cele trei zone si procentul de puncte
aferent fiecarui set sunt detaliate in figura 4.2.

ZONA INVATARE
27%

ZONA CLASIFICARE 47%

Figura 4.2 Impartirea setului de date
Albastru - zona de invatare; Portocaliu - zona de testare; Gri - zona de clasificat

Filtrarea zgomotului am realizat-o cu optiunea Statistical Outlier Removal (SOR), in

software-ul CloudCompare. Prin aceasta filtrare au fost eliminate 31444 puncte (2.8%).
Numarul total de puncte folosite in aceasta etapa este de 978337 (figura 4.3).

Figura 4.3 Filtrare zgomot din norul de puncte
a) cuzgomot; b) fard zgomot

4.4.2. Selectarea vecinatatii in mod dinamic

in literatura de specialitate se folosesc valori fixe pentru toate punctele norului (raza sau
numarul de vecini apropiati). Este de preferat o abordare unde parametrul K sa fie flexibil si
sa poata varia in cadrul norului de puncte 3D. Dar cum putem selecta vecinatatea diferit,
intr-un mod dinamic? Raspunsul ar fi sd ne concentram asupra unei selectii generice a
vecinatatilor individuale descrise de un parametru de scara optimizat pentru fiecare punct
3D, astfel evitand complet utilizarea cunostintelor a-priori despre scena si/sau date. in acest
sens, am decis sa folosesc algoritmul region growing si sa selectez dinamic cei mai
apropiati K vecini ai punctului, prin partitionarea norului de puncte in regiuni omogene si
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disjuncte, pornind de la un punct dat ca fiind punct nucleu. Apoi, se va continua cu extinderea
regiunii, pe baza masuratorilor de similitudine.

Astfel, am elaborat un cod in limbajul C++, pe baza bibliotecii de coduri PCL. Pe baza mai
multe teste cu diverse seturi de parametrii de segmentare am identifcat parametrii optimi
(tabelul 4.1). Aceasta activitate am realizat-o in cadrul detasarii la centrul de cercetare FBK
(Bruno Kessler Foundation), in Trento, ltalia, in cadrul Proiectului VOLTA (GA nr. 734687 —
VOLTA —H2020-MSCA-RISE-2016).

K-KDTree 50

Neighbours for Normals Computation 15

MinClusterSize 20

MaxClusterSize 100

NumberOfNeighbours 15

CurvatureThreshold 0.3
SmoothnessThreshold 12.5/180*T1

Tabel 4.1 Parametrii optimi pentru segmentare

4.4.3. Extragerea caracteristicilor

Calculul caracteristicilor proprii abstracte a fost implementate intr-un cod C++. Codul
dezvoltat pentru selectarea dinamica a lui K a fost inclus in acest cod, dupd rularea si
testarea separata. Fata de caracteristicile proprii abstracte utilizate in literatura de
specialitate, am definit o serie de caracteristici noi. Prin intermediul testarilor succesive am

constatat ca doar caracteristica N2 este relevanta in procesul de clasificare.
A4

N, =it (4.6)

in figura 4.4 se pot observa caracteristici precum liniaritatea (a), planaritatea (b),
schimbarea curburii (c) si N2 (d) pe setul de date de invatare.

Figura 4.1 Cateva caracteristici proprii abstracte
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4.4.4 Clasificarea norilor de puncte si evaluarea calitatii rezultatelor
4.4.4.1. Software Weka

Weka este un software dezvoltat de Universitatea din Waikato, Noua Zeelanda si contine
o colectie de algoritmi de Machine learning pentru rezolvarea problemelor din domeniul Data
Mining, scrisi in limbajul Java (Waikato, 2021).

4.4.4.2. Crearea setului de date de invatare si de testare

Clasele de puncte pe care voi testa clasificatorii sunt:

v' 0- puncte la sol;

v" 1 - puncte vegetatie;

v" 2 - puncte tip acoperis cladiri;

v' 3 -alte puncte (stalpi, linii electrice, masini, fatade cladiri, garduri etc.).

Pe baza caracteristicilor abstracte, dar si a atributelor punctelor 3D (inclusiv valorile RGB),
am realizat clasificarea manuala a norilor de puncte aferenti zonelor de invatare si testare,
in softul CloudCompare. Punctele la sol le-am extras automat utilizand instrumentul Cloth
Simulation Filter (Zhang, et al., 2016). Din restul punctelor non-sol, printr-o serie de decupari
si uniri succesive, am generat seturile de date clasificate. Operatiunea de clasificare
manuala este foarte mare consumatoare de timp, intregul proces durand cca. 40 de ore.

Setul de date de testare

Figura 4.5 Seturile de date de invatare si testare

Caracteristicile tututor punctelor 3D sunt urmatoarele: coordonatele 3D translatate,
valorile RGB, componentele normalelor pe cele trei directii, valoarea curburii, valorile proprii,
caracteristicile proprii abstracte, caracteristicile implicite ale norului de puncte, ID unic si
valoarea clasei.

4.4.4.3. Analiza metodelor de Machine learning - studiu comparativ
in Machine learning se folosesc notiunile de instantd (punct 3D) si de atribut
(caracteristica). Clasficatorii vor fi antrenati pe 266987 instante, folosind urmatoarele

atribute: normalele (3), curbura, valorile proprii (3), caracteristicile abstracte (8), atributele
implicite ale punctelor (cota translatatd, numarul de raspunsuri si intensitatea) si clasa.

4.4.4.4. Analiza rezultatelor pentru clasificatorii folositi

Din analiza timpului necesar credarii si testarii modelului pentru cei 7 clasificatori rulati in
software-ul Weka (figura 4.6), putem conclude ca timpul cel mai mare a fost necesar
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clasificatorului IBk. Clasificatorul care are nevoie de cel mai putin timp, atat pentru creare
cat si pentru testare, este Naive Bayes. Clasificatorul J48 s-a dovedit de 6 ori mai rapid decét
Random Forest, iar clasificatorii Random Forest si SMO au avut cerinte similare de timp.

ANALIZA TIMPULUI PER CLASIFICATOR

Tim creare model (s) Timp evaluare model (s)

22 M = P e

NAIVE BAYES 1Bk Ada Boost PART J48 Random forest SMO

Figura 4.6 Analiza timpului necesar pentru crearea si testarea modelelor

Din punct de vedere al calitatii clasificarii (figurile 4.7), definita de valoarea OA (engl.
overall accuracy), clasificatorul SMO, urmat de Random Forest si de Naive Bayes ocupa
primele trei locuri, cu valori de aproximativ 93%. Clasificatorul AdaBoost ofera cea mai mica
valoare a calitatii OA, doar 76%.

Calitatea clasificarii (%)

91.7 91.6 92.8 E5%

Ada PART 148 Random SMO
Boost forest

Figura 4.7 Analiza calitatii clasificarii pentru clasificatori testati

Din analiza indicatorilor de calitate pentru clasa Cladiri (figura 4.8) putem concluziona ca
metodele Random Forest si SMO ofera cele mai bune rezultate; valorile preciziei sunt de
aproximativ 98%, completitudinea este in jurul valorii de 90%, iar scorul F1 este de
aproximativ 93%.

Indicatori de calitate pentru clasa CLADIRI

Random
forest

98.2

Figura 4.8 Analiza indicatorilor de calitate pentru clasa CLADIRI
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Prin rularea modelului salvat pentru clasificatorul Random Forest, am obtinut rezultatul
din figura 4.9 intr-un interval de 6 minute.

4.4.4.5. Flux de lucru
pentru
clasificarea
norului de
puncte

in figura 4.10 este descris
schematic fluxul de lucru
pentru clasificarea norului de
puncte cu algoritmi de tip
Machine Learning.

Figura 4.10 Clasificarea norului de
puncte cu algoritm de tip Machine
Learning

h 4

NOR DE PUNCTE
MUNICIPIUL ARAD

|

FILTRARE ZGOMOT
instrument SOR
Cloud Compare

Figura 4.9 Rezultat clasificare cu Random Forest
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5. Extragerea elementelor din imagini
ortorectificate

5.1. Introducere si scop

in cadrul capitolului voi prezenta cele mai cunoscute metode de segmentare semantica
a imaginilor. In preambul voi prezenta succint metodele de segmentare semantica
supervizata a imaginilor bazate pe tehnici de tip Machine learning. Voi face o descriere a
celor mai cunoscute arhitecturi de retele neuronale artificiale pentru clasificarea imaginilor,
pornind cu AlexNet si ajungand la DenseNet si pentru segmentarea semantica, precum FCN,
SegNet, U-Net. in cadrul studiului de caz voi detalia toate etapele fluxului de lucru pentru
segmentarea semantica a imaginilor, atat cu algoritmi de tip Machine learning, cat si prin
intermediul retelelor neuronale profunde. Analiza va fi realizatd pe un subset al
ortofotoplanului pentru Municipiul Arad, in software-ul ArcG/S Pro.

5.2. Notiuni introductive

Inteligenta artificiald (Al) reprezintd simularea inteligentei umane de catre masini, care
sunt programate sa gandeasca ca un om. Termenul isi are originea in anul 1956, fiind atribuit
lui J. McCarthy de la MIT. /nvétarea automata (engl. Machine learning) este o aplicatie a Al
care contine algoritmi care analizeaza datele, invata despre datele respective si aplica ceea
ce au invatat pentru a lua deciziile optime (Grossfeld, 2021). /nvétare profunds este un
subdomeniu al invatarii automate, in care aplicatiile pot invata si lua decizii proprii pe baza
unei retele neuronale artificiale.

5.3. Extragerea elementelor din imagini utilizand Machine learning

Algoritmii cunoscuti de invatare automata, precum SVM, Random Forest, K-means
clustering, ofera rezultate bune in segmentarea semantica a imaginilor.

5.4. Extragerea elementelor din imagini utilizadnd retele neuronale artificiale
5.4.1. Scurt istoric al dezvoltarii retelelor neuronale

Notiunea de retea neuronald a pornit de la cercetarile lui W. McCullough si a lui W. Pitts,
de la Universitatea din Chicago, in anii 1943. Lucrarea lor “A Logical Calculus of the ldeas
Immanent in Nervous Activity’ a stat la baza teoriei conform careia functia de activare a
unui neuron este unitatea de baza a activitatii creierului (McCullough & Pitts, 1943). Pasul
urmator a fost dezvoltarea algoritmului Perceptron in anul 1958, de catre F. Rosenblatt, cu
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scopul invatarii supervizate a clasificatorilor binari. Acest domeniu a cunoscut o evolutie
uimitoare, iar dezvoltarea componentelor hardware si software va dicta, cu sigurantd,
viitorul retelelor neuronale artificiale.

5.4.2. Definitii consacrate ale retelelor neuronale artificiale

O retea neuronala artificiala (RNA) este “un procesor distribuit, masiv paralel, compus din
unitati simple de procesare cu abilitatea naturala de stocare a cunostintelor noi pe baza
experientei anterioare si a le face disponibile pentru utilizarea ulterioara” (Haykin, 2008).

5.4.3. Neuronul natural versus neuronul artificial
5.4.3.1. Neuronul natural

Neuronul uman este unitatea morfo-functionald a sistemului nervos si este format din
corpul celular si prelungiri (dendrite si axoni). Figura 5.1 evidentiaza traseul parcurs de
stimul.

Dendrite

Figura 5.1 O retea de neuroni umani
(Phillips, 2015)

5.4.3.2. Neuronul artificial
O retea neuronald artificiala este un model simplificat al retelei neuronale umane. Fiecare

neuron artificial este format din urmatoarele componente de baza (figura 5.2):

o setul de conexiuni sau sinapse intre unitati, cu ponderile aferente;

e sumatorul, care aduna semnalele de intrare, ponderate cu puterea sinaptica a neuronului
respectiv;

o functia de activare, care limiteaza amplitudinea semnalului de iesire la 0 anumita valoare
finita;

e polarizarea (engl. bias), care se aplica din exteriorul retelei si are scopul de a creste sau
micsora intrarea neta a functiei de activare (in functie de valoarea pozitivd sau negativa).
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Figura 5.2 Modelul neuronului k
(Adaptata dupd (Haykin, 2008))
uk=Zjij-xj (51)

Vi = @ + by) = p(vy)

unde,

wy; = ponderile neuronului k;
x; =semnalele de intrare (/=7...m);

u, = iesirea obtinuta prin insumarea semnalelor de intrare ponderate;
b, = polarizator al neuronului k;

v, = liesirea uy polarizata.
5.4.4. Arhitectura retelelor neuronale artificiale

A. Retele uni-directionale unistrat

O retea de tip uni-directional unistrat (engl. single-layer feedforward network) face ca
stratul de intrare sa se proiecteze direct pe stratul de iesire de neuroni.

B. Retele uni-directionale multistrat

O retea de tip uni-directional multistrat (engl. multilayer feedforward network) contine
unul sau mai multe straturi ascunse, format/e din unitati ascunse.

C. Retele bidirectionale

O retea neuronald bidirectionald sau recurentd (engl. feedback network) reprezinta cea
mai complexa arhitectura RNA, care prezinta minimum o buc/a feedback.

5.4.5.Retele neuronale profunde

Reteaua neuronald profunda (engl. deep neural network - DNN) este o retea neuronala
complexa cu multiple straturi interpuse intre straturile de intrare si de iesire (figura 5.3).
Functia de activarea folosita este functia non-liniara ReLU (engl. rectified linear unit). DNN
sunt folosite pentru intelegerea textului (DeepText), recunoasterea faciald (DeepFace) etc.
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Figura 5.3 Retea neuronala profunda cu trei straturi ascunse

O retea neuronala convolutionald (engl. convolutional neural network - CNN) este o retea
neuronala profundd, compusa din straturi convolutionale, stratul de agregare si unul sau mai
multe straturi complet conectate de tip Perceptron multistrat (Vrejoiu, 2019).

5.4.6. Procesul de invatare in retele neuronale artificiale
Tehnicile de invatare se pot clasifica in urmatoarele categorii: supervizata (figura 5.4),
nesupervizata, semi-supervizata sau cu intarire.

DATE
INTRARE

RETEA
NEURONALA

Figura 5.4 Algoritm de invatare supervizata
(Adaptata dupd (Yadav, Yadav, & Kumar, 2015))

5.4.7. Aplicatii ale RNA

Aplicatiile de baza ale retelelor neuronale artificiale, in lucrul cu imagini digitale, sunt:
segmentarea semantica, clasificarea, detectarea obiectelor si segmentarea instantelor
(Agarwal, 2018).

5.4.8. Arhitecturile CNN de baza
5.4.8.1. AlexNet

AlexNet este compusa din cinci straturi convolutionale, trei dintre ele urmate de straturi
de agregare, tip max pooling si trei straturi complet conectate. in total sunt utilizati
aproximativ 60 de milioane de parametri si 650000 de neuroni. Pentru a face procesul de
invatare mai rapid, au fost folositi neuroni nesaturati si o implementare GPU foarte eficienta
a operatiei de convolutie (Krizhevsky, Sutskever, & Hinton, 2012).
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5.4.8.2. VGGNet

Reteaua neuronalda VGGNet consta in 16 sau 19 straturi, dintre care primele sunt
convolutionale si ultimele 3 straturi sunt complet conectate. VGGNet este o arhitecturad de
tip bloc, unde fiecare bloc este format dintr-o succesiune de straturi convolutionale, urmate
de un strat de agregare de tip max pooling.

5.4.8.3. NiN Net

Pe baza arhitecturilor AlexNet si VGGNet, a fost dezvoltata reteaua neuronala NiN (engl.
Network in network - Retea in retea) (Lin, Chen, & Yan, 2014). Diferentele esentiale dintre NiN
si arhitecturile precedente sunt: folosirea stratului Mipconv (echivalentul unui strat
convolutional cu filtru kernel de dimensiunea 1x1) in locul stratului convolutional liniar si a
stratului de agregare medie globala in locul straturilor complet conectate.

5.4.8.4. GooglLeNet

In comparatie cu arhitectura AlexNet, GoogLeNet foloseste de 12 ori mai putini parametri
si furnizeaza rezultate de o acuratete superioara (Szegedy, et al,, 2015). La baza acestei
arhitecturi se afla blocurile de tip /nception.

5.4.8.5. ResNet

Conceptul arhitecturii ResNet (engl. Residual Networks - retele reziduale) are la baza
utilizarea blocurilor care redirectioneaza datele de intrare si le adauga la conceptul invatat
deja din stratul anterior (Residual Net, 2020). Au fost create 5 arhitecturi ale ResNet, pornind
de la 18 straturi, continudnd cu 34, 50, 101 si terminand cu 152 de straturi. Reteaua
neuronala reziduala cu 152 de straturi a fost, in 2015, cea mai profunda retea prezentata la
competitia /mageNet.

5.4.8.6. DenseNet

DenseNet este o varianta usor imbunatatita a ResNet, propusa in 2016 (Huang, Liu, Van
Der Maaten, & Weinberger, 2017). Hiperparametrul folosit in retelele DenseNet este rata de

crestere (k). Fiecare strat adauga k caracteristici proprii la starea respectivd. Rata de
crestere regleaza numarul de informatii noi cu care contribuie fiecare strat la starea globala.

5.4.9. Arhitecturi CNN folosite pentru segmentarea semantica a imaginilor
5.49.1. FCN

FCN (engl. Fully convolutional networks) sunt retele neuronale compuse din straturi
convolutionale, dar care nu prezinta straturi finale complet conectate (Long, Shelhamer, &
Darrell, 2015). Diferenta de baza fatd de CNN este aceea ca straturile de decizie de la
sfarsitul retelei sunt tot filtre.

9.4.9.2. SegNet

SegNet este o retea CNN profundd, formata dintr-o retea de codificatori, o retea de
decodori corespondenti si un strat final de clasificare la nivel de pixel.
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5.49.3. U-net

Reteaua neuronald U-net a fost castigdtoarea competitiei /SB/(International Symposium
on Biomedical Imaging) din 2015. Aceasta arhitecturd, bazata pe FCN, a fost dezvoltata
pentru domeniul microscopiei electronice medicale (Ronneberger, Fischer, & Brox, 2015).

5.4.9.4. DeconvNet

Reteaua neuronala DeconvNet (Noh, Hong, & Han, 2015) foloseste pe langa straturile de
convolutie (care extrag caracteristicile din imagini) si straturi de deconvolutie (genereaza
harti de probabilitate). in prima faza, se aplicd convolutia si se folosesc straturile conform
arhitecturii VGG16. Deconvolutia este imaginea in oglinda a primei etape si este formata
dintr-o serie de straturi de non-agregare, deconvolutie si rectificare.

5.5. Evaluarea calitatii clasificarii si segmentarii semantice a imaginilor

Indicele Jaccard reprezinta cuantificarea procentului de suprapunere intre masca de
referinta si rezultatul clasificarii/segmentarii. Restul de indicatori de calitate au fost descrisi
in subcapitolul 4.3.6.

5.6. Cadre de lucru consacrate cu RNA

Cele mai populare cadre de lucru cu retele neuronale artificiale sunt:7ensorFlow,
PyTorch, Keras, DL4J, Caffe, Microsoft Cognitive Toolkit In cadrele de lucru prezentate, se
pot urma toti pasii din fluxul de lucru pentru clasificarea/segmentarea imaginilor.

5.7. Studiu de caz pentru segmentarea semantica a imaginilor

Studiul de caz a fost realizat in software-ul ArcG/S Pro, prin testarea capabilitatilor de
segmentare semantica a imaginilor atat prin algoritmi de tip Machine learning (SVM,
Random Trees si Maximum Likelihood), céat si prin retele neuronale artificiale profunde.
Testele au fost realizate pe un subset din ortofotoplanul aferent Municipiului Arad, cu
rezolutia spatiala a rasterului este de 20 cm, iar cea spectrala de 32 biti.

5.7.1. Clasificarea imaginilor pe baza algoritmilor de tip Machine learning
5.7.1.1. Clasificarea supervizata la nivel de pixel

Pe baza unei analize vizuale a imaginii si pe baza necesitatii extragerii clasei CLADIRI, am
stabilit urméatoarea schema de clasificare: c/adiri vegetatie, drumuri si pamaént. Cu ajutorul
instrumentului 7raining Samples Manager, am cules esantioanele de invatare, astfel incéat
numarul lor sa permita o buna clasificare, iar pixeli aferenti esantioanelor sa reprezinte clar
si fara echivoc clasa respectiva. Au fost selectate 175 de esantioane de invatare, sub forma
unor cercuri cu raze variabile. Initial am rulat procesul de invatare supervizata a modelelor,
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fara a folosi date auxiliare, doar pe baza urmatoarelor atribute: culoare, numarul digital
mediu, abaterea standard, numarul de pixeli si rectangularitatea. Clasificatorii supervizati
disponibili in ArcG/S Pro sunt: Maximum Likelihood (clasificator probabilistic), Random
Trees (clasificator de ansamblu) si Support Vector Machine.

=

¥

+
RASTER ESANTOANG.OR swgél;r\i\lg%\ CLASIFICAREA EEALITATI RASTER
INPUT SANTIOZ RASTERULUI : CLASIFICAT
DE INVATARE A MODELULUI CLASIFICARII
: T
~ “’v

.\, Train Maximum Likelihood Classifier

DATE
AUXILIARE
EX. MD$S

Training Samples Manager

=

-
rees Classifier A Classify Raster Compute Confusion Matrix

Figura 5.1 Clasificarea supervizata la nivel de pixel in software-ul ArcGIS Pro
Pentru calculul indicatorilor de calitate ai clasificarii, am parcurs urmatorii pasi:

v' digitizarea esantioanelor de testare si salvarea rezultatului in format vector;

transformarea fisierului vector in raster,

v’ pe baza acestui raster, se creeaza numarul dorit de puncte de testare (de exemplu 5000),
prin aplicarea unei strategii de esantionare,

v clasa de obiecte rezultata se va actualiza cu valoarea aferenta fiecarui punct extrasa din
rasterul clasificat;

v pe baza punctelor de testare si a rezultatului clasificarii, se vor calcula matricea de
confuzie si indicatorii de calitate.

<

in graficul din figura 5.6 sunt detaliati indicatorii de calltate a| cIaS|f|car|| pentru clasa
CLADIRI obtinuti pentru cei trei algorimi folositi. 4 ’

Indicatori de calitate pentru clasa
CLADIRI

Precizie (%)

Completitudine (%)
Scor F1 (%)

Figura 5.6 Indicatori de calitate pentru clasa Cladiri Figura 5.7 Rezultat clasificare utilizand
algoritmul SVM
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Am decupat MDS aferent zonei de analizd si am refacut fluxul de lucru, introducénd
rasterul MDS ca data auxiliara in procesul de clasificare. Pentru aceasta analiza am aplicat
doar clasificatorul SVM (abordare SVM-V2). Includerea informatiilor din MDS a condus la
cresterea preciziei clasificarii. Valorile indicatorilor de calitate sunt afisate in figura 5.8.

CLASA PAMANT
CLASA DRUMURI e

CLASA VEGETATIE Figura 5.8 Iréil/ll(\:/la?; de calitate
cLAsA CLADIRI e -

80.0 85.0 S0.0 95.0 100.0

SCORF1 ®mCOMPLETITUDINE mPRECIZIE

Comparand cele doua abordari folosite pentru clasificarea imaginii cu algoritmul SVM: cu
sau fard includerea informatiei din MDS, observam o crestere a calitatii clasificarii cu cel
putin 10% pentru fiecare indicator analizat (figura 5.9).

Analiza Comparativa - Clasificator SVM

95.0
w0 a R B B

85.0
80.0
75.0
70.0
65.0
60.0

OA ‘ KAPPA PRECIZIE COMPLET. SCOR F1
| S MEDIE MEDIE |  MEDIU
SVM V1 84.2 77.7 86.7 811 83.2

[msvm v2| 939 \ \ 945 | 92.2 | 933

SVM_V1 mSVM V2

Figura 5.9 Analiza indicatorilor de calitate pentru clasificarea imaginii
5.7.1.2. Clasificarea supervizata la nivel de obiect

Fata de clasificarea bazata pe pixel, aceasta abordare difera prin includerea in fluxul de
lucru a etapei de segmentare a imaginii, bazata pe algoritmul Mean Shift si selectarea
esantioanelor din segmentele rezultate.

5.7.2. Clasificarea imaginilor pe baza retelelor neuronale profunde

Dupa pregétirea imaginii, se trece la faza de creare a esantioanelor de antrenare. Am
digitizat conturul a 138 de acoperisuri. Aceste esantioane, de tip poligon, vor fi transformate
in format tipic RNA, utilizand instrumentul Export Training Data, cu optiunea Classified Tiles.
Au rezultat 52 de imagini, fiecare imagine avand 3 benzi si dimensiunea de 256x256 pixeli.
RNA a extras 556 de caracteristici, cu o medie de 10.69 caracteristici/imagine. Urmatorul
pas este antrenarea modelului. Pe baza setului de date de antrenare, ArcG/S Pro creeaza
modelul retelei, folosind tipul retelei U-Net cu modelul structural ResNet34. Am aplicat
modelul creat pe setul de date de testare si am obtinut, pentru singura clasa creata -
CLADIRI, precizia de 90.4%, completitudinea de 62.7% si scorul F1 de 73.8%. Ultimul pas al
fluxului de lucru este clasificarea la nivel de pixel, pe baza modelului creat anterior.
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Figura 5.2 Rezultat segmentare semantica

Indicatori calitate

| | |
Scor F1

Completitudine

Precizie

ResNet50 ResNet34

Figura 5.11 Indicatorii de calitate ResNet34 si ResNet50

Am reluat antrenarea retelei folosind tipul retelei U-Net cu modelul structural ResNet50.
Timpul necesar credrii modelului a fost de 15 ore. Am obtinut, pentru clasa - CLADIRI,
precizia de 87.9%, completitudinea de 67.8% si scorul F1 de 76.2%. Putem concluziona c&
timpul necesar crearii modelului folosind ResNet50 este foarte mare, iar indicatorii de
calitate nu au cunoscut o crestere importanta fata de cei rezultati pentru modelul ResNet34.
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6. Modelarea 3D a cladirilor pe baza norilor de
puncte

6.1. Introducere si scop

Administratiile locale si centrale au nevoie de reprezentarea virtuald a orasului lor.
Elementele din modelele 3D ale oraselor pe care va fi pus accentul in cadrul acestui capitol
sunt reprezentate de cladiri. in mod uzual, pentru modelele 3D ale cl&dirilor sunt folosite
MDS, carora li se aplica o textura. Din pacate, aceste modele nu contin informatii semantice
sau geometrice si nu permit diferentierea intre elemente si realizarea de analize, simulari
etc. Modelele 3D in care fiecare cladire este reprezentata individual pot fi reconstituite din
imagini fotogrammetrice, din nori de puncte (fie LiDAR, fie derivati fotogrammetric), din
amprentele la sol sau pe baza unei combinatii dintre aceste tipuri de date.

6.2. Generarea modelelor 3D ale cladirilor

Modelele 3D ale oraselor sunt formate din modele 3D ale cladirilor, vegetatiei,
elementelor strazilor, infrastructurii urbane (ex. constructii hidrografice, linii de inalta
tensiune) si ale obiectelor urbane (ex. semne de circulatie, monumente, statui, fantani). MDS
la rezolutii superioare, cuprind toate aceste elemente, dar nu fac distinctie intre obiecte
individuale. Prin urmare, generarea modelelor 3D din nori de puncte este varianta preferabil3,
deoarece conserva precizia si faciliteaza analizele la nivel de clase de elemente sau chiar
intre elemente.

6.2.1. Metode de generare a modelelor 3D bazate pe modele

In aceasta situatie, se considera ca o cladire este formata din primitive simple. Aceste
primitive sunt stocate intr-o bibliotecd de modele predefinite. in cazul cladirilor cu forme
complexe, solutia pentru o reconstructie apropiata de realitate este descompunerea cladirii
in forme multiple si potrivirea modelelor pe aceste forme.

6.2.2. Metode de generare a modelelor 3D bazate pe date

Folosind aceasta abordare, nu se fac presupuneri legate de forma cladirilor, astfel
eliminandu-se problemele intalnite in cazul metodelor bazate pe modele. Metodele bazate
pe date au la baza segmentarea norului de puncte, urmata de asamblarea segmentelor
individuale si reconstructia modelelor. Metodele folosite pentru segmentare au fost
detaliate in subcapitolul 4.2. si cuprind algoritmi precum region growing, RANSAC.
(Dorninger & Pfeifer, 2008) propun pentru generarea conturului cladirilor folosirea metodei
a Shape (Edelsbrunner, Kirkpatrick, & Seidel, 1983). O forma a Shape 2D este o limita
poligonala a unui set de puncte (figura 6.1).
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Figura 6.1 & Shape 2D
(Ohbuchi & Takei, 2003)

6.2.3. Software-uri de procesare a norilor de puncte

Exista diverse software-uri de procesare a norilor de puncte, care pot fi impartite in:

e software furnizate de producatorii de sisteme LiDAR, de exemplu RiPROCESS produs
de Riegl (RIEGL, RiProcess_Datasheet, 2021);

e software academice sau open-source: LAS tools (Hug, Krzystek, & Fuchs, 2004),
CloudCompare (Girardeau-Montaut, 2019);

o software comercial pentru realizarea tuturor etapelor dintr-un flux de productie, de
exemplu TerraScan (Terrasolid, 2021).

Din categoria software-urilor academice face parte si OPALS (engl. Orientation and
Processing of Airborne Laser Scanning - Orientarea si Procesarea Datelor ALS). Acest
sistem de programe modulare a fost dezvoltat in cadrul Grupului de Cercetare in
Fotogrammetrie si Teledetectfe, din cadrul Universitatii Tehnice Viena (OPALS, 2019a).
Modulele disponibile in OPALS permit atat procesari la nivel de date LiDAR, POS brute
(georeferentierea directa, compensarea benzilor, calibrarea), cat si clasificarea norilor de
puncte, modelari geomorfologice si generarea de modele digitale ale terenului si
suprafetelor (Pfeifer, Mandlburger, Otepka, & Karel, 2014).

6.3. Nivelul de detaliere in CityGML

Detalierea geometrica si semantica a unui model 3D este cunoscuta ca nivel de detaliere
(LoD). Standardizare definita de catre Consortiul OGC (engl. Open Geospatial Consortium)
este cunoscuta sub denumirea de standardul CityGML. CityGML este un model de date
deschise, folosit pentru stocarea si schimbul modelelor 3D virtuale ale oraselor, care are la
baza familia de standarde internationale 1ISO 19100. Standardul CityGML versiunea 2.0 a
fost adoptata de catre OGC, in martie 2012, si se afla inca in uz. Din 2013 se lucreaza la
versiunea 3.0, care nu a fost inca lansata.

6.3.1. CityGML 2.0

In standardul CityGML 2.0 sunt definite cinci clase cu diferite LoD (figura 6.2). Nivelele
mai mari au un grad mai mare de detaliere, sunt mai precise si au o structura de o
complexitate mai mare.
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Figura 6.2 Cele cinci LoD definite in standardul CityGML 2.0
(Biljecki, Ledoux, & Stoter, 2076)

In standardul CityGML, obiectele prezinta modelele de definire semantice si geometrice.
Modelul semantic are la baza standardele ISO 19109 si GML3 si contine definitia claselor.
Utilizarea semanticii diferentiaza modelele 3D tipice de cele standardizate CityGML. La
nivelul semantic, obiectele din lumea reala sunt reprezentate prin caracteristici, cum ar fi
tipul elementelor: cladiri, pereti, ferestre etc. Modelul geometric are la baza standardul 1ISO
19107 si reprezinta proprietatile spatiale ale geometriei 3D a obiectelor. Daca un model 3D
prezinta ambele tipuri de ierarhii, atunci acestea trebuie sa fie coerente siin corespondenta.

6.3.2. CityGML 3.0

CityGML 3.0 va aduce mari imbunatatiri versiunilor anterioare, prin impartirea pe etaje,
eliminarea LoD4 si includerea de specificatii pentru interior si exterior pentru toate nivelele
de detaliere.

6.4. Aplicatii ale modelelor 3D ale cladirilor

Modelele 3D ale oraselor, prin componenta de baza - modele 3D ale cladirilor, acopera o
gama variata de aplicatii. Cele mai cunoscute aplicatii ale modelarii 3D a cladirilor sunt
estimarea potentialului de energie solard, estimarea necesarului de energie pentru cladirile
individuale, realizarea cadastrului 3D, analiza vizibiltatii, rdspunsul prompt in cazul situatiilor
de urgenta si studiul posibilului impact generat de inundatii, cutremure etc.

6.5. Situatia internationala actuala in modelarea 3D a cladirilor

Website-ul Atips.//3dbag.nl/ contine seturi de modele 3D ale cladirilor pentru orasele din
Olanda. Cladirile sunt disponibile la diverse nivele de detaliere si sunt actualizate regulat.

Modelul 3D al oraselor din Singapore a fost lansat sub forma de date deschise in anul
2019. Amprentele cladirilor disponibile in OpenStreetMap au fost extrudate pe baza
informatiilor despre numarul de etaje oferite de catre institutia HDB (Consiliu pentru locuinte
si dezvoltare).

Elvetia este o alta tara care a trecut la harti topografice 3D, cu o acoperire totala a
teritoriului cu obiecte 3D.
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6.6. Software pentru generarea modelelor digitale 3D ale cladirilor
6.6.1. BuildingReconstruction

Software-ul BuildingReconstruction, dezvoltat de virtualcitySYSTEMS (2018) genereaza
modele digitale ale cladirilor cu nivelul de detaliere LoD1 sau LoD2. Pentru fiecare poligon
2D al unei cladiri, este produs un model 3D separat, al carui volum este in corespondenta cu
geometria 2D a amprentei la sol si cu indltimea cladirii extrasa din MDS.

6.6.2.Esri CityEngine

Software-ul CityEngine, dezvoltat de catre £sri se afla la versiunea 2020.1. Procedura de
generare 3D are la baza o serie de fisiere de reguli, scrise intr-un limbaj de programare unic
denumit CGA (Computer Generated Architecture). Aceste reguli stau la baza extrudarii
poligoanelor si a generarii modelelor 3D ale cladirilor (figura 6.3). Texturile pentru cladiri pot
fi addugate in fisierul de reguli.

.
. O [ nversa scene Desaipion 050
© G Kiones Group giTF
o
B Se creeazd fisierul de of
= reguli pentru . .
Se creeazd sau se Bl generarea modelelor Se genereazd | Se exporte‘ll r|:1c_)de|u|
importd amprentele 3D. Se poate aplica o modelul 3D al SAD al Clﬂd'"_lm
la sol ale clidirilor. reguld pentru toate clidirilor. intr-unul d'_"_
cladirile sau cate o formatele posibile.

reguli per cladire.

Figura 6.3 Generarea modelului 3D al cladirilor in Esri CityEngine

6.6.3. 3dfier

3dfier este un instrument open-source pentru crearea modelelor 3D, dezvoltat in cadrul
Universitatii de Tehnologie Delft, Olanda. Modelele 3D ale cladirilor sunt generate pe baza
poligoanelor 2D si a norului de puncte aferent zonei (TUDelft, 2021). Amprentele cladirilor
sunt extrudate la indltimea data de cota punctelor din norul 3D (figura 6.4).

Date 2D (ex. harta topografica) + Date despre cota (LiDAR) = Model 3D al orasului

" o “ //
g o 4
e & o

o

Figura 6.4 Metoda de generare a modelelor 3D ale oraselor in software-ul 3dfier (TUDelft, 2027)

6.6.4. PolyFit

Software-ul PolyFit realizeaza reconstructia suprafetelor pe baza unor strategii de
ipoteze si selectii, generand modele 3D ale cladirilor cu cat mai putine suprafete planare.
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6.7. Erori geometrice si semantice in seturile de modele 3D CityGML
6.7.1. Tipuri de erori geometrice si semantice

CityGML foloseste primitive geometrice pentru a reprezenta obiectele, conform
standardului ISO 19107, astfel: o primitiva 0D este un punct, o primitiva 1D este o polilinie
inchisd, o primitiva 2D este o suprafata si o primitiva 3D este un solid. Primitivele geometrice
cu aceeasi dimensionalitate pot fi combinate pentru a forma agregate. Acestea pot fi
structurate in patru clase: multi-suprafatd, suprafata tip compozit, invelis/cochilie, solid tip
compozit.

Fiecare suprafatd poate stoca atribute si acest fapt este recomandat pentru facilitarea
analizelor ulterioare. Pentru evidentierea si corectarea erorilor semantice, clasele pot fi
simbolizate diferit si astfel erorile pot fi usor sesizate la o inspectie vizuala.

6.7.2. Software de validare a topologiei

Software-ul open-source val/3dity permite validarea primitivelor 3D in concordanta cu
standardele internationale ISO 19107 - /nformatii geografice - Schemd spatiala, folosind linia
de comanda. Ca date de intrare se pot folosi fisiere GML, CityJSON, CityGML, OBJ. Modul
de validare este ierarhic, astfel ca intai sunt validate primitivele de dimensiune inferioara.

6.8. GIS3DsiBIM

Privind ciclul de viata al unei cladiri, primul pas ar trebuie sa fie reprezentat de generarea
unui BIM (engl. Building Information Models). Standardul IFC (engl. Industry Foundation
Classes) reprezinta toate elementele componente ale unei cladiri (ex. IfcDoorType - tipul
usii). Prin urmare, pentru cladiri construite pe baza unui BIM nu mai este necesara generarea
unui model 3D pe baza elementelor méasurate in teren, ci doar maparea semantica si
conversia geometrico-semantica din standardul IFC in GML. Exista cateva software-uri care
permit aceasta conversie, precum Building Information Modelserver (BIMserver, 2021),
IFCExplorer (SECOM, 2020), FME (SAFE, 2021).

6.9. Studiu de caz - generarea modelelor 3D ale cladirilor

Primul pas in generarea modelelor 3D ale cladirilor este extragerea amprentelor la sol ale
cladirilor din norii de puncte, in software-ul OPALS. Ulterior, voi aplica doua abordari pentru
determinarea inaltimii cladirilor, fie direct din norul de puncte, fie pe baza informatiilor
extrase din nMDS.
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6.9.1. Extragerea amprentelor la sol ale cladirilor din norii de puncte LiDAR
6.9.1.1. Generarea amprentelor la sol din nori de puncte segmentati

Pentru studiul de caz am folosit doar clasa cladiri din norul de puncte clasificat in etapele
anterioare. Primul pas in OPALS a fost transformarea norului de puncte din format las in
format odm.

6.9.1.1.1. Grupare conditionata

Pe baza exemplelor disponibile pe website-ul OPALS, https://opals.geo.tuwien.ac.at/,
am realizat un cod Python, pe care |-am rulat din software-ul PyCharm. Am aplicat doua
criterii de grupare diferite pentru segmentarea bazata pe gruparea conditionata a punctelor.
Acestea vor fi descrise in continuare.

Grupare condifionata varianta 1

Criteriul de omogenitate este dat de diferenta altimetrica a punctelor vecine. Daca
diferenta altimetricd este mai micad de 10cm, atunci punctele apartin aceluiasi segment.

in urma rul&rii segmentarii, au rezultat 44 de segmente; pentru fiecare segment, software-
ul afiseaza parametrii planului si valoarea sigma0. Prin aplicarea algoritmului alpha shape,
au rezultat 57 de poligoane. Unele poligoane contin mai multe cladiri, dar majoritatea au fost
extrase corect.

Grupare conditionata varianta 2

in acest caz, criteriul de omogenitate este dat de unghiul dintre vectorii normalelor in
punctele vecine. Pentru unghiul dintre normale am folosit valoarea de 10°. in urma rulérii
segmentarii, au rezultat 64 de segmente. Prin aplicarea algoritmului alpha shape, au rezultat
71 de poligoane.

6.9.1.1.2. Extragerea planurilor

Pe baza exemplelor disponibile pe website-ul OPALS, https://opals.geo.tuwien.ac.at/,am
realizat un cod Python, pe care I-am rulat din software-ul PyCharm. Dupa efectuarea mai
multor teste, am ales folosirea urmatorilor parametri pentru segmentare:

raza de cdutare (searchRadius) = 1;

dimensiunea minima a unui segment (minSegSize) = 50;

distanfa maxima dintre un punct si plan (maxDist) = 0.25;

abaterea standard maxima a vectorului normalelor pentru un segment, in procesul

de identificare a planului segmentului respectiv (maxSigma) = 0.15;

v" calculatorul nucleelor (seedCalculator) = "NormalSigma0 < 0.1 ? NormalSigmao :
invalid";

v' raza pentru alpha shape (alphaRadius) = 1.

AN NN

In urma ruldrii segmentarii, au rezultat 210 segmente, iar prin aplicarea algoritmului alpha
shape, au rezultat 222 poligoane. Din rezultatele obtinute, se poate afirma ca segmentarea
care reuseste sa grupeze punctele care apartin unui singur acoperis este realizata prin
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metoda de extragere a planurilor. Dezavantajul metodei este dat de lipsa poligoanelor pe
coamele cladirilor, ceea ce complica procesul de simplificare si regularizare a conturului. in
figura 6.5 se observa analiza comparativa a metodelor de segmentare testate. Indiferent de
metoda de segmentare aleasa, trebuie aplicate operatii GIS de regularizare a poligoanelor.

>

= W : 2
Figura 6.5 Poligoanele contur cladiri rezultate pe baza segmentarilor
a) prin metoda extragerii planurilor; b) prin metoda gruparii conditionate varianta 2
In urma evaluérii comparative a rezultatelor obtinute prin cele doua tipuri de segmentari
in OPALS, putem concluziona ca metode de extragere a planurilor ofera cele mai bune
rezultate si va fi folosita in continuare in fluxul de lucru.

6.9.1.2. Post-procesarea poligoanelor segmentate

Amprentele la sol ale cladirilor generate cu ajutorul segmentarii prin metoda extragerii
planurilor necesita aplicarea de operatiuni pentru simplificare si regularizare, intr-un mediu
GIS, in vederea utilizarii lor ca baza a modelelor 3D ale cladirilor. Datorita golurilor rezultate
pe coamele acoperisurilor, este necesara aplicarea mai multor functii GIS. Fluxul de lucru
propus pentru regularizarea poligoanelor a fost realizat in mediul ArcG/S Pro. Functiile
aplicate sunt detaliate in figura 6.6.

' | DATE DE INTRARE

PAS 1

- creare de zone buffer in jurul tuturor
poligoanelor;

- valoarea buffer-ului = 0.5m;

PAS 2

- unirea tuturor poligoanelor care formeazd o
amprenta a unei cladiri;

PAS 3

- pentru eliminarea buffer-ului aplicat la pasul 1
de pe conturul amprentelor, se aplica un buffer

v’ negativ, cu valoarea =-0.5m;

PAS 4

- aplicarea instrumentului "Regularize Building
Footprint’, cu metoda "Right Angles" si cu
toleranta de 0.5m.

- X e
Figura 6.6 Regularizarea amprentelor la sol Figura 6.7 Amprentele la sol ale cladirilor
a) rezultatele segmentarii; b) rezulatele postprocesarii
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O etapa ulterioara regularizarii a fost cea de filtarare a cladirilor cu suprafete mai mici
decat 20m2 In final, pentru cvartalul testat, au rd&mas 53 de poligoane reprezentand
amprentele la sol ale cladirilor. Dupa filtrari si generalizari, setul de date trebuie corectat de
erorile topologice de tipul suprapunerilor sau golurilor. Am rulat topologia si am identificat
24 de erori, pe care le-am corectat.

Din analiza setului de date, se poate concluziona ca peste 90% din cladiri au amprentele
la sol corespunzatoare cu realitatea. Diferenta de 10 procente de cladiri neconforme se
datoreaza unor erori de clasificare a norului de puncte, cét si de segmentare a acestuia.

6.9.2. Generarea modelelor 3D ale cladirilor in software-ul 3dfier

Pentru rularea software-ului este nevoie de pregatirea mediului de lucru (figura 6.8). Asa
cum am descris in subcapitolul anterior, amprentele la sol (c/adiri_shp.shp) au fost
regularizate si corectate de toate erorile topologice inainte de a fi introduse in software-ul
de generare a modelelor 3D. Norul de puncte folosit (c/adiri_ground./as) este format doar
din clasele puncte la sol, respectiv cladiri. Am actualizat fisierul de configurare model cu
informatiile aferente, extrase pe baza setului de date. Software-ul poate fi rulat din linia de
comanda (Command Prompt). Dupa navigarea la locatia unde este salvat 3dfier, se executa
comanda ..\3dfier.exe testarea_config.yml -OBJ output\ARAD.oby.

Amprente la sol
ale cladirilor

Nor de puncte

|| testarea_configyml

Figura 6.8 Date de intrare pentru software-ul 3dfier

Pentru vizualizare, rezultatul final, modelul 3D al cladirilor cu nivelul de detaliere LoD1, a
fost incarcat in software-ul MeshLab. ARAD.obj este format din 1030 de vertecsi si 1976
fete (figura 6.9).

Figura 6.9 Model 3D al cladirilor generat in software-ul 3dfier
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6.9.3. Generarea modelelor 3D ale cladirilor in software-ul CityEngine

Aceasta abordare necesita informatii legate de inaltimea fiecarei cladiri individuale. Am
ales livrarea acestor inaltimi sub forma de atribute ale amprentelor la sol. Astfel, pe baza
amprentelor la sol post-procesate anterior, a inaltimii cladirilor extrase din nMDS si a
regulilor CGA se vor genera modele 3D cu nivel de detaliere LoD1 sau LoD2.

6.9.3.1. Extragerea inaltimii cladirilor pe baza punctelor centroid

in software-ul Global Mapper am generat, pe zona de interes, urmatoarele modele
digitale: MDT - din punctele la sol, MDS - din punctele la sol si punctele din clasa cladiri si
nMDS - pe baza diferentei dintre MDS si MDT. Toate modelele au fost generate la rezolutia
spatiald de 1Tm, folosind metoda biliniara de interpolare.

Transferul acestor valori catre poligoanele reprezentand amprentele la sol se poate
realiza in software-ul ArcG/S Pro, urmand pasii de mai jos:

v’ generarea de puncte centroid ale cladirilor (figura 6.10);
extragerea cotei pixelului, din nMDS, aferente punctului centroid,
crearea campului /ndltime (tip Numeric - Double);
crearea unui join spatial intre punctele centroid si amprentele la sol (C/ddiri.shp),
transferul de atriute si popularea campului /néltime.
LY Y Gy /

AU NN

= Medie: 4.6
= Abatere standard: 1.96

Numar cladiri

477

Tnéltime
Figura 6.10 Punctele centroid ale cladirilor si statisticile aferente

Din figura 6.10 se poate observa ca inaltimea medie a cladirilor din cvartalul de test este
de 4.6 metri si ca majoritatea cladirilor au inaltimi sub valoarea de 7 metri.

in software-ul CityEngine am definit regulile CGA: tipul de acoperis (gable roof - acoperis
in doud ape), unghiul de inclinare al acestuia (22.5°) si textura folositd pentru fatadele
cladirilor. Analizdnd inaltimile cladirilor din modelele generate fata de norii de puncte
clasificati, se poate constata ca existd o diferentd mare pentru unele cladiri ale caror
acoperisuri sunt foarte inclinate (figura 6.11).
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Classification =
by 217208.875000
8] 528184.687500
z 114.642003
d
4§ 217208.484375
A4 528184.875000

109,608002

ndltime clddire =9.93 m

néltime clddire =5.04 m

Figura 6.11 Diferente mari de indltime intre modelele generate si norii de puncte

Aceste erori se datoreaza modului in care inaltimea cladirilor a fost extrasa din nMDS si
anume fata de centroidul cladirilor, care in majoritatea cazurilor se afld pe coama
acoperisurilor, in punctul cel maiinalt.

6.9.3.2. Extragerea inaltimii cladirilor pe baza punctelor caracteristice

Pentru a evita problema de mai sus, am aplicat un alt flux de extragere a inaltimii
cladirilor, dupa cum urmeaza:

v' aplicarea unui buffer negativ (-1m) poligoanelor din clasa de obiecte C/adiri.shp ,
transformarea conturului cladirilor in format vector tip linie;

generarea de puncte pe fiecare contur al cladirilor (figura 6.12);

extragerea cotei pixelului, din nMDS, aferente punctului;

crearea campului /ndltime (tip Numeric - Double);

crearea unui join spatial intre punctele caracteristice si amprentele la sol
(Cladiiri.shp),

v transferul de atribute si popularea cdmpului /né/time.

AN N NN

Prin aplicarea acestui nou flux, se trece de la punctele centroid ale cladirilor la punctele
caracteristice, aflate pe acoperis, mult mai apropiate de muchiile inferioare ale acoperisului.

= Medie: 3.9
=== Abatere standard: 1.53

Numar cladiri

A T Tnéltihe
Figura 6.12 Punctele caracteristice ale cladirilor si statisticile aferente

Aceasta abordare noua conduce la generarea unor modele 3D realiste, cu indltimi corecte
ale cladirilor (figura 6.13). Din figura 6.12 se observa ca cea mai inalta cladire are 7.6 metri
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si ca inaltimea medie a cladirilor din cvartalul de test este de 3.9 metri, fata de 4.6 metri in
versiunea anterioara.

6.9.4. Analiza calitatii modelelor 3D ale cladirilor

Modelul 3D al cladirilor rezultat in software-ul 3dfier are nivelul de detaliere LoD1, iar cel
generat in software-ul CityEngine are nivelul de detaliere LoD2. Prin urmare, pentru analiza
calitatii modelelor generate voi folosi varianta rezultata in software-ul CityEngine prin
folosirea inaltimilor optimizate determinate din punctele caracteristice ale cladirilor.

In scopul evaludrii calitatii modelelor 3D, vor fi analizati urmatorii indicatori:

A. eroarea medie patratica planimetrica

Am ales 17 puncte distribuite aleatoriu in cvartalul analizat, amplasate atat la baza
cladirii, cat si in partea superioara reprezentata de coltul de sus al cladirii. Coordonatele
planimetrice ale acestor puncte au fost comparate cu punctele corespondente (cele mai
apropiate) din norul de puncte. Eroarea medie patratica planimetrica rezultata este de
0.38m.

B. eroarea medie patratica altimetrica

Am ales 22 de puncte distribuite aleatoriu in cvartalul analizat, amplasate in partea
superioara a acoperisurilor. Coordonatele altimetrice ale acestor puncte (inaltimea
cladirilor) au fost comparate cu valorile pixelilor din nMDS. De mentionat ca toate
acoperisurile au fost generate cu acelasi unghi de inclinare. Prin urmare, acoperisurile tip
bloc sau cele inclinate pe directii diferite pot genera erori semnificative in calculele
urmatoare. Din analiza datelor se pot observa diferente foarte mari, de ordinul metrilor
pentru 6 situatii care vor fi analizate in continuare.

= Mediand: 0.56
—  Medie: 1.03
——  Abatere standard: 1.18

Numar cladiri

Nr.crt. 7 Nr.crt.11 Delta inaltime cladiri

Figura 6.14 Analiza vizuala si statistica a situatiilor cu diferente mari ale inaltimilor
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Situatiile prezentate in figura 6.14 demonstreaza ca diferentele mari identificate se
datoreaza acoperisurilor tip bloc (Nr.crt.7) si acoperisurilor inclinate pe alte directii
(Nr.crt.11). Eliminand aceste situatii, se obtine o valoare finald a erorii medii patratice
altimetrice de 0.63m.

Eroarea medie patratica 3D se calculeaza pe baza celor trei erori medii patratice ale

coordonatelor.
O3p = ’a)% + 02 + 02 = 0.73m

Din literatura de specialitate, precizia 3D a punctelor pentru modelele 3D ale cladirilor cu
LoD2 este de 2 metri, prin urmare, se poate afirma ca eroarea medie patratica 3D obtinuta
pe setul de date analizat (0.73 metri) se incadreaza in standardele din domeniu.

Tinand cont de toate etapele parcurse si de rezultatele obtinute in capitolele 4 si 6, fluxul
de lucru urmat de la norii de puncte neclasificati la modelele 3D ale cladirilor este
exemplificat schematic in figura 6.15.

SELECTAREA VECINATATII IN

FILTRARE ZGOMOT EXTRAGEREA
MOD DINAMIC
Instrument SOR Algoritmul region growing CARACTERISTICILOR
Cloud Compare Cod in limbajul C++

Cod in limbajul C++

ZLASIFFI%JALSE o SETUL DE DAT; ([ cremnemoneL oe [ CLASIFICARE MANUALA b
CLAS'“%Q'EE;E\E/ALUARE Set de date invatare + testare
Random forest Sioudd
oud Compare
WEKA
\ WEKA J \ J N J
/ N 3 N 4 N
SEGMENTARE + GENERARE POST-PROCESARE AMPRENTE
AMPRENTE LA SOL LA SOL GENERARE nMDS
xtragerea planurilor + Alfa Shape| Instrumente GIS
Global Mapper
Cod in Python (OPALS) ArcGIS Pro
N 2 o A N J
1 _ OPERATII GIS DE TRANSFER h
GENERARE MODEL 3D CLADIRI + CREARE REGULI CGA INALTIME CLADIRE DE LA nMDS
; ANALIZA CALITATII -
Puncte caractersitice
CityEngine CityEngine
\_ ArcGIS Pro Y,

Figura 6.15 Flux de lucru propus pentru generarea modelelor 3D ale cladirilor
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7.Generarea si publicarea modelelor 3D ale
cladirilor pentru Municipiul Arad

7.1. Introducere si scop

Modelarea 3D a cladirilor la nivel de municipiu poate furniza date utile atat la nivel central,
cat si local. Fluxul de date prezentat in cadrul capitolului 6 poate conduce la generarea
corecta si coerenta a modelelor 3D. Pentru exemplificarea modelarii la nivel de municipiu
am ales sa folosesc baza de date nationald TopRo5 si date legate de inaltimea cladirilor
extrase din proiectul LAKI II.

7.2. Generarea modelelor 3D pentru MRJ Arad
7.2.1. Date initiale

Ca date initiale pentru modelarea 3D a cladirilor din Municipiul resedinta de judet Arad
am folosit urmatoarele:

e clasa de obiecte spatiale CONSTRUCTII din baza de date TopRo5;
e MDT si MDS din Proiectul LAKI II.

TopRo5 este planul topografic de referinta al Romaniei in format digital, corespunzator
scarii 1:5.000. Acesta a fost realizat si este actualizat permanent in cadrul Centrului National
de Cartografie, in prezent aflandu-se la versiunea 6 (CNC, 2020a). In mare masura, modul
de populare cu date geospatiale este digitizarea elementelor pe ortofotoplanurile
disponibile. Aditional, se folosesc si surse externe, precum conturul imobilelor din aplicatia
e Terra (ANCPI, 2021), date vectoriale rezultate din receptia lucrarilor de specialitate etc.

7.2.2. Prelucrarea setului de date in vederea utilizarii software-ului
CityEngine

O prima filtrare a elementelor extrase din TopRo5 a fost eliminarea cladirilor cu suprafete
mai mici de 20m?, rezultand 50390 poligoane cladiri.

Pe baza MDS si MDT am generat, in software-ul Global Mapper, nMDS, cu ajutorul
instrumentului Combine/Compare Terrain Layers. Toate cele 23 de modele nMDS contin
punctele aflate deasupra solului si au fost exportate la rezolutia spatiala de 1m (figura 7.1).

Chiar daca exista un decalaj intre momentul achizitiei datelor fotogrammetrice (2016),
respectiv a norilor de puncte LiDAR (2017), un procent de peste 90% din cladiri nu prezinta
modificari in timp care sa afecteze modelarea 3D.
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Figura 7.1 Detaliu dintr-un tile de nMDS pentru MRJ Arad Figura 7.2 Punctele centroid ale cladirilor cu
atribute pentru inaltimea cladirilor

Pentru toate poligoanele cladiri am generat puncte centroid, carora le-am transferat
inaltimea din modelul normalizat al suprafetelor (figura 7.2). In urma analize succinte a
valorilor transferate din nMDS, am constatat c& unele puncte centroid au valoarea inaltimii
egale cu 0 si am decis sa fac o verificare amanuntita la nivel de tile nMDS. Din analizele
efectuate, pentru un numar de 1119 puncte centroid s-au regasit valori nule ale inaltimii. Prin
urmare, aceste cladiri fie au fost demolate, fie digitizarea lor nu a fost realizata intocmai cu
situatia din teren (figura 7.4). Un numar de 6669 de cladiri au valori ale indltimilor mai mici
de 2 metri si sunt considerate cladiri anexe, care pot fi eliminate din analizele viitoare (figura
7.3). H=0

Figura 7.3 Analiza statistica a valorilor inaltimilor cladirilor

Pentru incarcarea terenului in CityEngine am generat un sigur fisier raster MDT pentru
intreg municipiul, cu rezolutia spatiala de 5 metri.

Figura 7.4 Situatii concrete cu poligoane-cladiri cu indltime nula '
(a) cladire demolat3; (b) cladire digitizata necorespunzator
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7.2.3. Generarea modelelor 3D ale cladirilor in CityEngine

Pe baza amprentelor la sol ale cladirilor, cu atributul ind/time aferent, a MDT si a
regulilor CGA am generat, in software-ul CityEngine, modelele 3D ale cladirilor din Municipiul
Arad. Pe baza celor 42602 poligoane cladiri 2D au rezultat 525613 fete 3D (figurile 7.5). Prin
setarea unghiului acoperisurilor la valoarea 0, am generat cladiri tip bloc, cu acoperis plat,
pentru toate cladirile de pe suprafata municipiului. De mentionat ca bisericile si alte cladiri
cu forme complexe nu au fost tratate diferit de restul, modelarea lor 3D nefiind conforma cu
realitatea.

Figura 7.5 Model 3D al cladirilor MRJ Arad - vedere de ansamblu

7.2.4. Evaluarea calitatii modelelor generate pe baza poligoanelor din
TopRo5

Am ales s3 realizez un studiu comparativ intre modelele 3D rezultate in capitolul 6 si
modelele rezultate in prezentul capitol. Analiza distantelor de la modele 3D la norul de
puncte format din clasa CLADIRI a fost realizatd in software-ul CloudCompare, utilizand
instrumentul Cloud/Mesh Distances. In urma evaludrii, au rezultat datele statistice, pe baza
distantelor aproximative pentru 147565 de puncte, din tabelul 7.1. Astfel, abaterea standard
in cazul modelelor generate pe baza amprentelor din TopRo5 este de 1.57m, fata de 1.08m
pentru situatia generarii modelelor din date LiDAR.

Modele 3D ale cladirilor Distanta medie (m) Abaterea standard (m)

Generate exclusiv din date LiDAR 0.26 1.08
Generate pe baza amprentelor
din TopRo5 0.42 1.57

Tabel 7.1 Analiza calitatii modelelor fata de norul de puncte
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Cele doua seturi de modele 3D ale cladirilor se diferentiazd si prin numarul de fete
poligonale rezultate in urma generarii: 1187 amprente din TopRo5 si 3084 amprente
generate din date LiDAR (figura 7.6).

Pe baza tuturor analizelor prezentate anterior, putem conclude ca modelele generate
exclusiv din date LiDAR prin fluxul de lucru propus in capitolul 6 ofera rezultate de calitate
superioara.

Figura 7.6 Modele 3D ale cladirilor
(a) generate exclusiv din date LiDAR; (b) generate pe baza amprentelor din TopRo5

7.3. Publicarea modelelor 3D ale cladirilor in mediul ArcGIS Online
7.3.1. Despre ArcGIS Online si CityEngine WebViewer

ArcGIS Online este un software-disponibil-ca-serviciu (SaaS) care pune la dispozitia
utilizatorului o serie de instrumente de cartografiere si analiza a datelor 2D, respectiv 3D
(ESRI, 2021).

7.3.2. Interfata web si prezentare datelor publicate online

Pe baza documentérii initiate cu ocazia redactarii articolului despre harti si aplicatii web
pentru municipiul Oradea (Parvu |. M., Cuibac Picu, Dragomir, & Pantan, 2021), am decis sa
continui studiul capabilitatilor lui ArcG/S Online in lucru cu datele 3D. In acest sens, am
exportat scena din CityEngine, care continea modelul 3D al cladirilor din Municipiul Arad si
terenul reprezentat de MDT, in format CityEngine WebScene. Noul fisier trebuie stocat in
platforma ArcGIS Online, prin optiunea Share As. Apoi, datele sunt disponibile in Continutul
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propriu din ArcGIS Online si pot fi vizualizate si analizate in software-ul CityEngine Web
Viewer (figura 7.7).
< C & teza.maps.arcgis.com/apps/CEWebViewer/viewer.htm|?3dWebScene=00e1e3278e7b4ea28197f4b43953¢651 * @ » 0 :
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Figura 7.7 Model 3D al cladirilor disponibil in CityEngine WebViewer
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8. Concluzii generale, contributii originale si
perspective de viitor

8.1. Concluzii generale

Concluzii privind achizitia de date geospatiale prin teledetectie si aerofotografiere

in ceea ce priveste tehnologia LIDAR, scanerele conventionale liniare ofera performante
certe si, odatd cu evolutia tehnologica oferita de scanerele tip SPL si Geiger-mode,
capabilitadtile si productivitatea au cunoscut o crestere considerabild. Din analiza
performantelor celor trei tipuri de instrumente LiDAR (scanere liniare, SPL si Geiger-mode),
se observa ca rata de scanare a unui sistem SPL este de 3 ori mai mare ca a unui sistem
liniar, iar rata de scanare a unui sistem Geiger-mode este de 2 ori mai mare ca a unui sistem
SPL.

Pentru orice proiect, fie el de scanare, fie de aerofotografiere, partea de planificare este
extrem de importantd, iar daca aceasta etapa nu este tratata cu seriozitatea cuvenita
procesarea datelor poate fi mult ingreunata sau chiar imposibil de realizat.

Fluxul de prelucrarea a norilor de puncte implica atat calibrarea datelor, compensarea
benzilor, cét si transformarea in sistemul de coordonate si clasificarea punctelor. ASPRS a
definit in 2019 cea mai recenta versiune a formatului LAS, versiunea 1.4, cu 256 de clase. in
functie de tipul proiectului este nevoie de identificarea claselor optime pentru clasificarea
norilor de puncte. in acest sens, trebuie tinut cont de faptul c& un numar mare de clase
complica procesul de clasificare si creste confuzia dintre clase (Parvu I. M., Cuibac Picu,
Dragomir, & Poli, 2020).

In prezent, se folosesc camere fotogrammetrice de top produse de firme precum Leica
Geosystems, Vexcel Imagine, care pot prelua imagini nadirale, cat si oblice. Fata de
fotogrammetria traditionald, tehnologia de preluare a imaginilor oblice ofera o serie de
avantaje, cum ar fi: vizibilitatea foarte buna a fatadelor, vederi multiple si interpretarea facila
a cladirilor ca numar de etaje, amprente la sol etc. Dezavantajele utilizarii imaginilor oblice
sunt date de iluminarea diferita a obiectelor, rezolutiile spatiale diferite in cadrul imaginilor
si cerinte hardware-software marite. Cea mai intalnita configuratie pentru camerele oblice
este Maltese-cross.

in prezenta tezd am detaliat fluxul de lucru fotogrammetric, prezentand informatii de
ultima ora legate de producerea de true-ortofotoplanuri din imagini oblice. In ceea ce
priveste planificarea zborului folosind platforme tip avion, cea mai folositd metoda
utilizeaza inaltimi de zbor proprii fiecarei benzi. in cazul sistemelor UAV/UAS se foloseste
metoda de urmérire a terenului. in ceea ce priveste extragerea punctelor de legatura din
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imaginile oblice, procedeul este extrem de laborios si solicitant din punct de vedere
computational. Utilizarea operatorului SIFT, in acest scop, a usurat procesul de extragere.

In cazul imaginilor cu o rezolutie spatiala de 10cm, norul de puncte dens rezultat (DIM)
din imagini nadirale are o densitate de 100 puncte/m?, fata de DIM-ul obtinut din imagini
nadirale si oblice care ofera o densitate tripla, datoritd punctelor aflate pe fatadele cladirilor.
Chiar daca norul de puncte este mult mai dens, apar probleme din cauza procentului mare
de puncte tip zgomot. Pentru a diminua acest efect, in cazul imaginilor oblice se folosesc
suprapuneri longitudinale si transversale de 80%.

Pentru extragerea precisa a cladirilor in mod semiautomat sau automat, true-
ortofotoplanul este alegerea optima, pentru ca obiectele artificiale sunt pozitionate corect
la sol si zonele obstructionate sunt eliminate.

Concluzii privind clasificarea norilor de puncte LIDAR si segmentarea semanticd a
imaginilor ortorectificate

Am analizat metodele de segmentare ale norilor de puncte, pornind cu segmentarea
bazata pe muchii, continuand cu segmentarea tip region growing, ajungand la metode de
potrivire a modelelor si finalizdnd cu segmentarea bazata pe Machine learning.

Pornind de la etapele de lucru pentru clasificarea supervizata a norilor de puncte, am
elaborat un flux de lucru propriu. Prima etapa consta in selectarea vecinatatii, pe baza careia
se vor calcula caracteristicile proprii ale punctelor. in literatura de specialitate se cunosc
urmatoarele modalitati de selectare a vecinatatii: alegerea valorii razei sferei sau cilindrului
care determina vecinatatea in jurul punctului, alegerea/calculul valorii lui K de vecini
apropiati. Analizadnd optiunile, am decis ca utilizarea numarului K de vecini apropiati este
varianta optima. in acest sens, am propus si implementat intr-un cod C++ utilizarea
vecinatatii dinamice a lui K pe baza algoritmului region growing. Astfel, fiecare punct va avea
propriul numar K; de vecini, in functie de masuratorile de similitudine tipice metodei de
segmentare bazata pe regiuni.

Cele mai cunoscute caracteristici locale 3D sunt caracteristicile proprii abstracte, care
sunt determinate pe baza valorilor proprii. Astfel, am dezvoltat un cod C++ pentru calculul
caracteristicilor proprii, precum liniaritatea, planaritatea, schimbarea curburii, sfericitate,
anisotropie. Pe langa aceste caracteristici 3D din literatura de specialitate, am definit o serie
de caracteristici noi, din care caracteristica N2 s-a dovedit relevanta in procesul de
clasificare.

in clasificarea supervizata, atribuirea clasei se face prin invitarea modelului pe baza unui
set de date de invatare si rularea ulterioara pe intregul set de date. Setul de invatare trebuie
sa reprezinte foarte bine datele si clasificarea lui trebuie realizata extrem de precisa. Setul
de testare se foloseste pentru evaluarea calitatii clasificarii. Ambele seturi de date pot fi
clasificate manual, automat sau prin metoda crowdsourcing.
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Software-ul Weka, dezvoltat de Universitatea din Waikato, Noua Zeelanda, contine o
colectie de algoritmi de Machine learning pentru rezolvarea problemelor de extragere a
tiparelor din seturi mari de date, cu aplicatii in domeniul bancar, diagnosticare, marketing si
vanzari. In cadrul tezei, am folosit acest software pentru clasificarea supervizata a norilor
de puncte LiDAR.

in testele efectuate, am inceput analiza utilizand trei clase (puncte la sol, vegetatie si
cladiri), insa rezultatele clasificarii au avut indicatori de calitate foarte scazuti, pentru ca
toate punctele de tip linii electrice, masini, garduri etc. au fost clasificate intr-una din clasele
de baza. Astfel, am decis includerea clasei Altele, care sa contind puncte care nu apartin
punctelor la sol, vegetatiei sau cladirilor.

Din analizele referitoare la timpul necesar generarii si testarii modelului pentru cei 7
clasificatori rulati in software-ul Weka, timpul cel mai mare a fost necesar clasificatorului
IBk (1 ora si 45 minute), iar cel mai scurt, clasificatorului Naive Bayes (9 secunde).
Clasificatorul Random Forest a generat si testat modelul in doar 7 minute.

Clasamentul, din punct de vedere al indicatorilor de calitate a clasificarii, este urmatorul:
locul | - SMO, locul Il - Random Forest si locul 11l - Naive Bayes. Precizia clasificarii obtinuta
de acesti clasificatori este de aproximativ 93%. Analizand indicatorii de calitate pentru clasa
Cladiri,am aratat ca metodele Random Forest si SMO ofera cele mai bune rezultate, cu valori
ale scorului F1 de aproximativ 93%.

in urma tuturor testelor rulate, pot afirma cd Weka este un mediu de lucru foarte
performat si permite clasificarea precisa a norilor de puncte.

in ceea ce priveste extragerea conturului cladirilor din imagini ortorectificate, am analizat
metodele de segmentare semantica de tip Machine learning si de tipul Retelelor Neuronale
Artificiale Profunde, in software-ul ArcG/S Pro. Am testat algoritmi de invatare automata,
precum Maximum Likelihood, Random Trees si SVM. Chiar daca indicatorii de calitate ai
segmentarii semantice au fost apropiati, SVM a generat cele mai bune rezultate. Pentru
cresterea calitatii clasificarii, am introdus, ca date auxiliare, MDS. Astfel, precizia clasificarii
a atins 93.9%, iar clasa CLADI/R/ a generat un scor F1 de 93.3%, cu 7% mai bun decét
abordarea fara utilizarea MDS.

Am testat capabilitatile RNA folosind reteaua U-Net cu arhitectura ResNet si am rulat
clasificarea pe CPU. Rezultatele obtinute pentru clasa CLADIR/, folosind ResNet34 si
ResNet50 au fost similare, observandu-se o mica scadere a preciziei (2.5%) si o usoara
crestere a completitudinii (5%). Pentru singura clasa creatd CLADIR/, am obtinut utilizand
ResNet34, precizia de 90.4%, completitudinea de 62.7% si scorul F1 de 73.8%. Timpul
necesar creari modelului ResNet50 a fost de 15 ore, de 7 ori mai mare decat la ResNet34.

in ceea ce priveste rularea modelelor de tip RNA, recomand utilizarea unitatilor de
procesare grafica, care micsoreaza cu mult timpul de procesare.
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Din pacate, amprentele la sol rezultate nu pot fi folosite in procesul de generare a
modelelor 3D ale cladirilor, datorita faptului ca imaginea ortorectificata folosita este un
ortofotoplan, unde majoritatea cladirilor apar inclinate in imagine. Prin urmare, in scopul
extragerii automate a conturului cladirilor, se recomanda clasificarea true-ortofotoplanurilor
aferente.

Concluzii cu privire la modelarea 3D a cladirilor

Necesitatea trecerii de la harti 2D la modelele 3D este importantd, atat din punct de
vedere al alinierii la standardele internationale, cat si al utilitatii aplicatiilor de genul:
estimarea potentialului de energie solara, estimarea necesarului de energie pentru cladirile
individuale, realizarea cadastrului 3D, analiza vizibilitatii, raspunsul prompt in cazul
situatiilor de urgenta si studiul posibilului impact generat de inundatii, cutremure.

Tarile care reprezintd modele internationale de urmat in ceea ce priveste modelarea 3D
a cladirilor sunt Olanda, Singapore, Elvetia, Estonia etc. Acestea au realizat modele LoD1
sau LoD2 pentru toate cladirile si le-au publicat ca date deschise pe portalurile nationale.
Consider ca Romania poate si trebuie sa treaca la realizarea modelelor 3D ale cladirilor
pentru orasele sale. Studiile si rezultatele pe care le-am prezentat in cadrul acestei teze pot
sta la bazele unui nou proiect national de modelare 3D a cladirilor.

in studiul de caz efectuat, am pornit de la norii de puncte clasificati anterior si am extras
amprentele la sol, fara interventie manuala. Pe baza exemplelor disponibile pe website-ul
https://opals.geo.tuwien.ac.at/, am realizat un cod Python, in cadrul cédruia am calculat
normalele, am aplicat segmentarea bazata pe region growing, folosind cele doua abordari:
gruparea condijtionata si extragerea planurilor si am extras conturul cladirilor pe baza
algoritmului alpha shape. Fluxul propus pentru trecerea de la poligoanele segmentate la
amprentele cladirilor regularizate a fost realizat in software-ul ArcG/S Pro.

Testarea generarii modelelor 3D ale cladirilor am realizat-o in doua software-uri: 3dfier si
CityEngine.

In software-ul 3dfier am introdus amprentele la sol, norul de puncte format din clasa
puncte la sol si cladiri si fisierul de configurare actualizat. Rezultatul a fost un fisier tip ob/
cu modelele 3D ale cladirilor, cu nivelul de detaliere LoD1.

Pentru rularea in software-ul CityEngine sunt necesare informatiile referitoare lainaltimea
cladirilor. Acestea au fost extrase pe baza nMDS generat, folosind urmatoarele doua
abordari: pe baza punctelor centroid ale amprentelor la sol si pe baza unor puncte
caracteristice aflate pe acoperis, mult mai apropiate de muchiile inferioare ale acestuia. Din
analizele efectuate, abordarea care a folosit punctele caracteristice a generat cele mai bune
rezultate. Mentionez ca ambele abordari reprezinta contributie proprie si nu au avut la baza
alte abordari similiare din literatura de specialitate. Pe baza regulilor CGA, de genul tipului
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de acoperis, unghiului de inclinare al acestuia, al texturii care va fi folosita pentru fatadele
cladirilor etc., se genereaza modelele 3D al cladirilor cu nivel de detaliere LoD2.

Evaluarea calitatii modelelor 3D a analizat componenta planimetrica si altimetrica.
Eroarea medie patratica planimetrica a fost determinata pe baza a 17 puncte cu
corespondent in norul de puncte, rezultand o valoare de 0.38 metri. Eroarea medie patratica
altimetrica a fost evaluata pe baza a 22 de puncte distribuite aleatoriu in modelele 3D,
amplasate in partea superioara a acoperisurilor, prin compararea cu valorile corespondente
din nMDS, rezultédnd o valoare de 1.55 metri. Din analiza detaliata a situatiilor care au generat
aceasta valoare, pot afirma ca unele puncte sunt amplasate pe cladiri cu tipuri diferite de
acoperis fata de cel impus prin regulile CGA (plat, nu inclinat) sau cu acoperis cu coama pe
o alta directie. Prin eliminarea acestor puncte din calcul, se obtine o valoare a erorii medii
patratice altimetrice de 0.63m. Din literatura de specialitate, precizia 3D a punctelor pentru
modelele 3D ale cladirilor cu LoD2 este de 2 metri, prin urmare, se poate afirma ca eroarea
medie patraticda 3D obtinuta pe setul de date analizat (0.73 metri) se incadreaza in
standardele din domeniu.

Atunci cand se realizeaza modelarea 3D trebuie tinut seama ca modelele 3D ale cladirilor
nu reprezinta intocmai realitatea, dar pentru a avea o calitate superioara, acestea trebuie sa
fie actuale, consistente si fara erori topologice sau semantice.

in capitolul 7, am generat modelele 3D ale cl&dirilor pe baza amprentelor la sol din baza
de date nationala (din TopRo5, la nivelul anului 2016) si a inaltimilor din nMDS (din Proiectul
LAKI II, la nivelul anului 2017). Daca cladirile ar fi fost digitizate pe baza ortofotoplanului din
Proiectul LAKI II, atunci se putea realiza o corespondeta 1:1 intre conturul digitizat al
cladirilor si conturul din nMDS, ceea ce ar fi permis modelarea 3D a tuturor cl&dirilor si ar fi
condus la o crestere a preciziei 3D a modelelor. Unghiul acoperisurilor a fost setat la
valoarea 0, ceea ce a condus la generarea unor modele 3D tip bloc, cu acoperis plat, pentru
toate cladirile de pe suprafata municipiului. Pe baza celor 42602 poligoane cladiri 2D
aferente Municipiului Arad, s-au obtinut 525613 fete 3D.

Comparand modelele generate exclusiv din date LiDAR, prin fluxul de lucru propus in
capitolul 6, cu modelele rezultate pe baza amprentelor la sol din baza de date nationala
TopRo5 si a inaltimilor din nMDS putem concluziona ca:

e modelele generate exclusiv din date LiDAR ofera rezultate superioare din punct de
vedere calitativ;

e modelele generate pe baza amprentelor la sol extrase din baza de date nationala pot
fi folosite cu succes pentru generarea modelelor 3D ale cladirilor cu nivelul de
detaliere LoD1 si o abatere standard de aproximativ 1.5 metri.
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Modelele 3D ale cladirilor generate pentru Municipiul Arad sunt stocate in platforma
ArcGIS Online la adresa https://bit.ly/3fzndY2, dar nu au fost publicate ca date deschise
datorita drepturilor de autor asupra datelor brute.

Se pot obtine modele 3D ale cladirilor de calitate superioara prin corectarea topologica
a amprentelor la sol, prin includerea, la nivelul fiecarei cladiri, de atribute care sa contina
informatii despre tipul acoperisului, panta acestuia etc. si prin segmentarea cladirilor cu mai
multe nivele de inéltime.

8.2. Contributii personale

Subiectele de baza ale tezei, si anume extragerea automata a datelor geospatiale si
modelarea 3D, sunt de mare interes deoarece prezinta probleme actuale in domeniul
cercetarii la nivel international. Drept contributii personale pot aminti urmatoarele aspecte:

¢ Realizarea unei analize amanuntite a celor mai recente realizari tehnologice din punct
de vedere al aparaturii, dar si a procesarii datelor rezultate prin scanarea laser aeriana si prin
aerofotografiere;

e Participarea la realizarea controlului calitatii datelor din proiectul LAKI Il, care au fost
folosite in aceasta teza, de la etapa de planificare pana la generarea produselor finale;

o Utilizarea celor mai actuale date LiDAR la nivel national;

e Realizarea unei analize amanuntite a tuturor metodelor de clasificare a norilor de
puncte, punand accent pe ultimele realizari;

e Realizarea unei analize amanuntite a tuturor metodelor de segmentare semanticéa a
imaginilor, punand accent de tehnici de Machine learning si pe retele neuronale profunde;

e Implementarea metodei region growing pentru selectare dinamica a vecinatatii, in
vederea clasificarii supervizate a norilor de puncte;

o Utilizarea software-ului Weka pentru clasificarea supervizata a norilor de puncte si
analiza comparativa a algoritmilor de tip Machine learning

e Realizarea fluxului de trecere de la poligoanele segmentate in software-ul OPALS la
amprentele cladirilor regularizate;

o Transferul valorilor inaltimilor cladirilor din nMDS folosind cele dou& abordari: pe
baza punctelor centroid ale amprentelor la sol si pe baza unor puncte caracteristice aflate
pe acoperis, mult mai apropiate de muchiile inferioare ale acoperisului;

e Elaborarea unui flux de lucru de generare a modelelor 3D ale cladirilor utilizand doar
date LiDAR;

e Generarea modelelor 3D ale tuturor cladirilor din Municipiul Arad.
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8.3. Directii viitoare de cercetare

Studiile realizate in aceasta teza pot fi continuate; in acest sens, voi mentiona cateva
directii viitoare de cercetare:

e Aplicarea fluxului de lucru propus pentru extragerea amprentelor si generarea
modelelor 3D ale cladirilor, exclusiv din date LiDAR, pentru toata suprafata Municipiului
Arad,;

e Includerea de atribute elementelor tip cladiri in vederea generarii, in CityEngine, aunor
acoperisuri conforme cu realitatea din teren;

o Extragerea amprentelor cladirilor din true-ortofotoplanuri si analiza comparativa a
rezultatelor cu amprentele la sol rezultate din date LiDAR.
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