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RAPORT DE CERCETARE NR. 2

Utilizarea retelelor neuronale artificiale pentru
clasificarea imaginilor digitale

Abstract
Segmentarea imaginilor aeriene este un proces care se bazeaza pur si simplu pe continut spectral,
iar acest lucru 1l face un subiect foarte provocator.
In aceasta lucrare, am folosit o retea neuronali convolutionala (CNN) pentru a realiza
segmentarea semantica a ortofotoplanurilor in sase clase, cum ar fi drumuri, cladiri, vegetatie
joasd, copaci, vehicule si altele. Pentru testarea procesului de segmentare folosim doud seturi de
date, ambele benchmark-uri ISPRS (Vaihingen si Potsdam). Arhitectura retelei neuronale utilizate
se bazeazd pe reteaua convolutionalad profunda SegNet, iar ponderile initiale utilizate sunt cele
obtinute pe setul de date ImageNet aplicand arhitectura VGG16.
Tn Sectiunea 1, numita Introducere, definim notiunile de retea neuronali artificiald, neuron natural
si artificial si arhitecturile retelei.
In Sectiunea 2, prezentim metodele utilizate, incepand cu reteaua neuronali convolutional si
terminénd cu arhitectura SegNet.
Sectiunea 3 este studiu de caz, unde definim seturile de date utilizate si analizam rezultatele
obtinute.
Tn Sectiunea 4 sunt enumerate concluziile.
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1. Introducere

Utilizam retele neuronale artificiale frecvent in zilele noastre, in aproape toate domeniile
tehnologiei. Unele dintre cele mai cunoscute nume din tehnologia actuald, precum Google,
Facebook, Microsoft, Amazon, investesc si folosesc inteligenta artificiald in propriile modele de
afaceri. Unele aplicatii cunoscute sunt asistentii virtuali (de ex. Alexa), recunoasterea vorbirii,
recunoastere faciala, traducerea automata etc.

Retelele neuronale profunde sunt utilizate cu succes in medicina, pentru analiza imaginii,
designul medicamentelor, sisteme de diagnostic, de catre producatorii de vehicule autonome etc.
Aplicatiile de baza ale retelelor neuronale artificiale, in fotogrammetrie si teledetectie, se refera la
detectarea obiectelor (Fig. 1), segmentarea sau clasificarea imaginilor (Fig. 2) si detectarea
schimbarilor in timp.

Classification

Segmentation

horse: 0.98

person: 0.01

car: 0.005
——C" : dog: 0.003

Fig. 1. Identificarea obiectelor soft Visual Profiler [1] e

Fig. 2. Clasificarea si segmentarea imaginii [2]

Haykin defineste reteaua neuronald artificiala ca fiind “procesor distribuit, masiv paralel,
compus din unitati simple de procesare cu abilitatea naturald de stocare a cunostintelor noi pe baza
experientei anterioare si a le face disponibile pentru utilizarea ulterioara” [3].

1.1.Principii de baza

Neuronul este o celula excitabila din punct de vedere electric care comunica cu alte celule
prm conexiuni specializate numite sinapse, fiind unitatea morfo functionald a sistemului nervos.
In corpul uman exista 100 miliarde de neuroni,
dispusi intr-o retea. Fiecare neuron are
aproximativ 7000 de sinapse cu alti neuroni. ety

Numarulul de sinapse pentru un adult variaza Nuceus . —
intre 101 gi 5x10% e
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Myelin Sheath
{insulating fatiy layer
that speeds transmission)

Fig. 3. Structurd neuron uman (Sursa: iStock Photos, ©)
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Componentele de baza ale unui neuron artificial sunt:

» un set de conexiuni/sinapse intre unitati; in general, fiecare conexiune este caracterizata de
0 pondere/putere;

» un sumator care adund semnalele de intrare, ponderate cu puterea sinapticd a neuronului
respectiv;

» o functie de activare, care are rolul de limitare a intervalului de amplitudine admisibil al
semnalului de iesire la 0 anumita valoare finita;

» un bias/polarizare aplicat din exteriorul retelei, care are scopul de a creste sau micgora
intrarea netd a functiei de activare, in functie de valoarea acesteia (pozitiva sau negativa).
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Fig. 4. Model nonliniar al neuronului k [3]

1.2. Arhitectura retelelor neuronale artificiale

Modul in care sunt structurati neuronii unei retele neuronale artificiale este legat de
algoritmul de invatare folosit pentru antrenarea retelei. In cele ce urmeaza, va prezentdm trei
arhitecturi sau structuri de retea diferite.

a. Retele feed-forward (uni-directionale) unistrat
O retea de tip feed-forward face ca stratul de intrare sa se proiecteaze
direct pe un strat de iesire de neuroni, dar nu invers. Notiunea de unistrat se refera la calculul care
se realizeaza intr-un singur strat.

b. Retele feed-forward (uni-directionale) multistrat

O retea de tip feed-forward multistrat are unul sau mai multe straturi ascunse, in care
nodurile de calcul sunt numite unitati ascunse. Adaugarea acestor straturi are ca scop obtinerea
unor rezultate imbunatatite. Se poate afirma cd reteaua dobandeste o perspectiva globald, datorita
setului suplimentar de conexiuni sinaptice si dimensiunii suplimentare a interactiunilor neuronale
[4].

Retelele feed-forward multistrat sunt mai lente, dar pot implementa functii mai complexe
decét cele unistrat.
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C. Retele recurente (feed-back)

O retea neuronale recurentd prezintd minim o bucla de feed-back. Cea mai simpla
arhitecturd de tip recurent constd dintr-un unistrat de neuroni, unde fiecare neuron isi transmite
semnalul de iesire Tnapoi intrarilor tuturor celorlalti neuroni.

Buclele de feed-back implica utilizarea pe aceste ramuri a unor elemente de timp sau de
intarziere. Acestea determina un comportament neliniar-dinamic. Acest tip de arhitectura este cea
mai complexa si in functie de densitatea conexiunilor inverse exista retele total recurente (model
Hopfield) si partial recurente (model EIman sau Chua-Yang) [5].
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Retea feed-forward unistrat Retea feed-forward multistrat Retea recurenta

Fig. 5. Arhitecturi de retele neuronale artificiale
2. Metode
2.1. Retea neuronala convolutionalid (CNN)

CNN este o retea neuronald profunda, compusad din partea convolutionald, care extrage
caracteristicile specifice ale datelor de intrare si le stocheaza sub forma de vector si unul sau mai
multe straturi complet conectate de tip Perceptron multistrat, care realizeaza partea de clasificare
[6].

Prima aplicatie a retelelor neuronale CNN este reprezentatda de arhitectura LeNet-5,
introdusa de Yann LeCun, Leon Bottou, Yoshua Bengio si Patrick Haffner, in 1998. Aceasta a fost
dezvoltata pentru recunoasterea literelor de mana din documente (Fig. 6.) si se foloseste cu succes
n procesul de clasificare a imaginilor.

C3: f. maps 16@10x10
C1: feature maps S4: f. maps 16@5x5

INPUT 6@26x28
32x32 rr r
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C5: layer 3
6@14x14 120 Y Fs%layer C1)gTPUT

|
| Full mnAection | Gaussian connections

Convolutions Subsampling Convolutions ~ Subsampling Full connection

Fig. 6. Architectura LeNet-5 [7]
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Pentru a descrie mai bine structura CNN trebuie sa explicam cateva notiuni: Stratul
convolutional, stratul de agregare si stratul final complet conectat.

Straturile convolutionale au la baza operatia matematica prin care doud functii produc o a
treia, care exprimd cum forma celei dintdi o modifica pe a doua. Scopul acestui strat este de a
reduce dimensiunea imaginii de intrare. Imaginea va fi parcursa de la stanga la dreapta si de jos in
sus, cu un filtru kernal (o matrice de numere) si se vor calcula valorile corespunzatoare din stratul
de convolutie (multiplicarea valorilor din filtru cu valorile originale ale pixelilor din imagine si
Tnsumarea acestora). Dupa parcurgerea intregii imagini, se obtine harta de activare sau harta
caracteristicilor.

Stratul de agregare (pooling) are rolul de a continua reducerea dimensiunii spatiale a
imaginii, a timpului de procesare si de evidentiere a anumitor caracteristici. Hiper-parametrii
folositi sunt dimensiunea filtrului de agregare si pasul de glisare a acestuia peste matricea de intrare
n stratul de agregare. Cele doua tipuri de agregare folosite sunt max pooling si average pooling.

Stratul final complet conectat are rolul de a adapta iesirea din partea convolutionala la un
vector cu N dimensiuni, unde N este numarul de clase folosite in procesul de clasificare. Valorile
din acest vector N reprezintd valoarea probabilitatii unei anumite clase.
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Fig. 7. Arhitectura CNN [8]

2.2.5egNet

SegNet este o retea neuronald convolutionald profundd, dezvoltata in cadrul grupului
Computer Vision si Robotica de la Universitatea Cambridge [9] si folosita pentru segmentarea
semantica la nivel de pixel.

Convolutional Encoder-Decoder

Input

Output

Pooling Indices
RGB Image I Conv + Batch Normalisation + ReLU | Seg mentation
I Pooling M Upsampling Softmax

N
°

Fig. 8. Arhitectura SegNet [9]
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Reteaua este formatd din straturi de codificatori, decodori si un strat final de clasificare la
nivel de pixel.

Reteaua de codificatori reprezentatd in Fig. 9 este formata din 13 straturi convolutionale
(corespunzatoare celor din reteaua VGG16). Fiecarui strat codificator 1i corespunde unul tip
decodor. Daca in faza de codificare se face o subesantionare a datelor, in partea de decodare se
aplica operatia inversd si anume supraesantionare, pentru ca imaginea finald sd aibd aceeasi
dimensiune cu cea initiala.
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Fig. 9. Retea codificatori [10]

Pentru a testa aceastd arhitectura am folosit produsul demonstrativ, de pe site-ul
http://mi.eng.cam.ac.uk/projects/segnet/demo.php#demo pe o imagine aleasa aleator din Romania,
rezultatele obtinute pentru cele 12 clase implicite ale SegNet pot fi observate in Fig. 10.

Get Random Image

Pole Road Road Pavement Tree Fence

Marking Symbol

Fig. 10. Exemplu imagine clasificata folosind SegNet [11]

3. Studiu de caz

3.1. Seturi de date folosite

Primul set de date folosit este reprezentat de un subset al datelor achizitionate deasupra
orasului Vaihingen an der Enz, Germania de catre Asociatia Germana de Fotogrammetrie si
Teledetectie [12]. Imaginile au fost achizitionate cu camera Intergraph/ZI DMC, de compania
RWE Power, in vara anului 2008 si au urmatoarele caracteristici:

e rezolutia pixelului la sol - 8 cm;
e rezolutie radimetricd - 11 biti;
e rezolutia spectrald - IR, R, G;


http://mi.eng.cam.ac.uk/projects/segnet/demo.php#demo
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e numadr imagini - 38.
Ortofotoplanurile generate sunt tip TOP (true-ortofotoplan) cu rezolutia spatiala de 9 cm.
Setul de date folosit este compus din true-ortofotoplanuri, imaginile clasificate (ground-truth) si
imaginile clasificate cu contur erodat.
Clasele folosite pentru segmentare sunt DRUMURI, CLADIRI, VEGETATIE JOASA,
POMI, VEHICULE si ALTELE.

TOP Ground Truth Eroded Ground Truth
Fig. 11. Exemplu o imagine din setul de date Vaihingen si corespondentele ei

Al doilea set de date folosit este reprezentat de un subset al datelor achizitionate deasupra
orasului Potsdam, Germania de catre BSF swissphoto [13], unde imaginile au urmatoarele
caracteristici:
¢ rezolutia pixelului la sol - 5 cm;

rezolutie radimetrica - 8 biti;

rezolutia spectrala - IR,R, G/ R, G, B/R,G, B, IR;
e numdr imagini - 38.

Ortofotoplanurile generate sunt tip TOP (true-ortofotoplan), cu rezolutia spatiala de 5 cm.
Clasele folosite pentru segmentare sunt aceleasi ca la setul de date Vaihingen.
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TOP Ground Truth Eroded Ground Truth
Fig. 12. Exemplu o imagine din setul de date Potsdam si corespondentele ei

3.2.Arhitectura retelei neuronale utilizate

Pentru testarea segmentarii imaginilor utilizand retele neuronale artificiale, am folosit
codul Python, disponibil pe pagina https://blesaux.github.io/teaching/DL4RS [49]. Rularea


https://blesaux.github.io/teaching/DL4RS
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codului se face in mediul Google Drive. Codul reprezinta o implementare a bibliotecii Pytorch
pentru segmentarea imaginilor aeriene pe baza FCN, folosind arhitectura SegNet [15].

Initial in cod sunt setati parametrii (diferiti in functie de fiecare set de date), cum ar fi
dimensiune fereastra, pas, clasele folosite la segmentare, setul de date folosit etc. Pentru
manipularea setului de date se foloseste scikit-image. Daca imaginea Ground-Truth este stocatd in
format RGB trebuie sa definim paleta de culori care poate face maparea ID-ului clasei la culoarea
din paleta RGB. In cadrul codului trebuie definite functiile ajutitoare, care vor fi apelate in
continuare (ex: definire matricei de confuzie, scorului F1, coeficientului kappa). Apoi, se incarca
toate imaginile Tn memorie si se aplicd o esantionare aleatoare. In cadrul acestui pas se face si
augumentarea si normalizarea datelor. Dupa acest pas se defineste arhitectura SegNet. Se
initializeaza reteaua si ponderile folosind abordarea He. Optional, se pot incarca ponderile pre-
antrenate pe setul ImageNet cu arhitectura VGG16. Se incarca reteaua pe GPU, pentru facilitarea
procesului de antrenare si testare si se divizeaza datele in set invatare si set testare. In procesul de
optimizare se foloseste algoritmul Stochastic Gradient Descent pentru optimizarea ponderilor si se
antreneaza codificatorul la jumatate din rata de invatare a decodorului. Pasul urmator se refera la
antrenarea retelei care se poate realiza in una sau mai multe epoci. Dupa ce procesul de antrenare
s-a incheiat, se incarcd ponderile finale si se testeazad reteaua folosind un pas rezonabil, de ex.
jumatate sau un sfert din dimensiunea ferestrei. Rezultatele segmentarii sunt compuse din
imaginile clasificate si indicatorii de acuratete.

3.3.Rezultate

Pentru testarea si compararea rezultatelor, am folosit diferite subseturi de date din
benchmark-urile amintite: doua incercari pentru Vaihingen si una pentru Potsdam. Pentru aceste
trei seturi de date, am rulat codul folosind numare diferite de epoci.

Test 1 - Vaihingen (2 imagini pentru antrenare si una pentru test)

Tile-urile  folosite  pentru  invatare  sunt  top_mosaic_09cm_areal.tif  si
top_mosaic_09cm_area23.tif, iar pentru testare top_mosaic_09cm_areab.tif.

Matricea de confuzie si valorile indicatorilor de acuratete obtinuti in urma procesului de
antrenare sunt prezentate in Tabelul 1 si Tabelul 2. Este important de specificat ca a fost rulata o
singura epoca.

Tabel 1. Matricea de confuzie rezultata ih procesul de antrenare

CLASE DRUMURI | CLADIRI VEJCE)EIEXT IE POMI VEHICULE
DRUMURI | 1128357 323007 56151 7899 293
CLADIRI 102253 2085525 19065 3860 1847
VEGETATIE
S 17399 3690 112131 130589 0
POMI 5691 685 9178 277082 0
VEHICULE 32731 8498 2057 529 1131
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Tabel 2. Indicatori de acuratete in procesul de antrenare

CLASE SCOR F1 (%) OA (%) KAPPA (%)
DRUMURI 78.02
CLADIRI 88.29
VEGETATIE JOASA 48.50
SOMI 7 81.55 69.18
VEHICULE 4.69
ALTELE -

Dupa ce antrenarea retelei s-a ncheiat, se incarca ponderile finale si Se testeaza reteaua
folosind un pas rezonabil. Valorile indicatorilor de acuratete rezultati in urma procesului de testare
sunt detaliati in Tabelul 3.

Tabel 3. Indicatori de acuratete in procesul de testare

CLASE SCOR F1 (%) OA (%) KAPPA (%)
DRUMURI 78.90
CLADIRI 88.62
VEGETATIE JOASA 49.39
SOMI =313 82.14 70.14
VEHICULE 3.83
ALTELE -

Fig. 13. Vizualizare true-ortofotoplan top_mosaic_09cm_areab.tif
si rezultatul clasificarii (o epocd)

A fost rulat intregul proces si pentru 2 respectiv 10 epoci, iar rezultatele sunt afisate in
Tabelul 5. Se poate observa o imbunatatire a indicatorilor de acuratete direct proportionala cu
numirul de epoci folosite in procesul de antrenare. In Tabelul 5 este detaliat scorul F1 obtinut
pentru clasa CLADIRI, acestea au fost segmentate optim, cu obtinerea unui scor F1 de 91.76 %,
pentru 10 epoci.

Tabel 4. Indicatori de acuratete functie de numarul de epoci Test 1

Timp necesar Tn
0] -
Nr epoci OA (%) SC?E 7\%1 %o) KAPPA (%) procesul de
o antrenare
1 82.14 88.61 70.13 10 min
2 85.98 91.06 76.55 15 min
10 87.30 91.76 79.19 60 min
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Rezultat - 1 epoci Rezultat - 2 epoci Rezultat - 10 epoci

Fig. 14. Vizualizare rezultate clasificare Test 1

Test 2 - Vaihingen (4 imagini pentru antrenare si doua pentru test)

Tile-urile folosite pentru invatare sunt top_mosaic_09cm_areab.tif,
top_mosaic_09cm_area21.tif, top_mosaic_09cm_area23.tif si top_mosaic_09cm_area28.tif, iar
pentru testare top_mosaic_09cm_area7.tif si top_mosaic_09cm_area30.tif.

Tabel 5. Indicatori de acuratete functie de numarul de epoci pentru Testul 2

CLASE 2 EPOCI 10 EPOCI 20 EPOCI
SCORF1 | OA | KAPPA | SCORF1 | OA | KAPPA [ SCORF1| OA | KAPPA
(%) (%) | (%) (%) (%) | (%) (%) (%) (%)
DRUMURI 82.21 87.83 87.53
VEGETATIE | 58.43 75.37 74.64
JOASA 78.09 | 70.74 86.20 | 81.63 85.76 | 81.03
POMI 81.12 87.10 86.71
VEHICULE 4.93 72.96 71.75
ALTELE - - -

Valorile obtinute pentru indicatorii de acuratete urmeaza un trend ascendent pand la
folosirea unui numar de aproximativ 12 epoci, apoi trendul devine descendent (Fig. 15). Putem
concluziona ca pentru subsetul de date
folosit rezultatele optime s-au obtinut
antrenand reteaua cu 10 epoci.

OA functie de numarul de epoci

88

86 - -
84

82

80

78 -

76

Fig. 15. Grafic OA functie de numarul de epoci 0 5 10 15 20 25

Numarul de epoci

OA (%)
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2 EPOCI

10 EPOCI

Fig. 16. Rezultatele comparative obtinute pentru segmentarea celor doud imagini Test 2

Test 3 - Potsdam (3 imagini pentru antrenare i una pentru test)

Tile-urile folosite pentru invatare sunt top_potsdam_2_10_RGB:.tif,
top_potsdam_2_ 11 RGB.tif si top_potsdam_2_ 13 RGB:.tif, iar pentru testare
top_potsdam_2 14 RGB:.tif.

Matricea de confuzie si valorile indicatorilor de acuratete in procesul de antrenare, folosind
5 epoci, sunt prezentate Tn Tabelul 6.

Tabel 6. Matricea de confuzie rezultata h procesul de antrenare

CLASE DRUMURI | CLADIRI VE%T§IE POMI VEHICULE | ALTELE
DRUMURI 3705817 663047 501458 141697 2591 10234
CLADIRI 90835 1711595 169894 41510 8754 331776
VEGETATIE JOASA 1234399 46820 11660323 1074105 1559 5260
POMI 737909 245355 3751823 7416668 12769 27179
VEHICULE 13377 44144 7029 1512 85334 9178
ALTELE 7661 35768 22244 4284 11085 5322

In urma analizei valorilor din matricea de confuzie se observa urmatoarele probleme:

e clasa ALTELE genereaza cele mai mari confuzii in procesul de invatare;
e se creazi unele confuzi semnificative intre clasele DRUMURI si VEGETATIE JOASA;

10
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e clasa VEHICULE nu este foarte bine diferentiata de celelalte clase.

Antrenare retelei este un procesul de lunga durata; in cazul subsetului folosit si in functie
de numarul de epoci, timpul necesar a variat intre 0 ora si 24 ore.

Train (epoch 15/58) [138@/2000 (65%)] Loss: ©.154267 Accuracy: 93.26324462308625
o0g

08 o Ground truth o Prediction
07
06

05

04

03

0 5000 10000 15000 20000 25000 30000

Fig. 17. Exemplu din timpul antrenarii retelei

Tn Fig. 17 se poate observa acuratetea on-the-fly de 93.26% obtinutd pentru antrenarea
retelei pe patch-ul din imagine, in cadrul epocii numarul 15, din totalul de 50 de epoci.

Ca parte a algoritmului de optimizare, eroarea pentru starea curentd a modelului trebuie
estimata in mod repetat. Aceasta necesitd alegerea unei functii de eroare, denumitd conventional
functie de pierdere (loss), care poate fi utilizatd pentru a estima pierderea in cadrul modelului,
astfel Incat ponderile sa poata fi actualizate pentru a reduce pierderea la urmatoarea evaluare.
Functia pe care dorim sd o minimizam sau sa 0 maximizam se numeste functie sau criteriu obiectiv.
Cand se doreste minimizarea acesteia se defineste functie de cost sau de pierdere [16].

Tabel 7. Scorul F1 pe clase functie de numarul de epoci pentru Testul 3

CLASE F1 SCORE (%)
5 EPOCI 10 EPOCI 20 EPOCI 30 EPOCI 50 EPOCI
DRUMURI 71.14 82.26 89.08 88.68 86.33
CLADIRI 70.75 77.06 94.22 95.06 95,52
VEGETATIE JOASA 77.95 81.66 88.42 88.07 86.41
POMI 71.89 79.81 87.66 85.91 85.16
VEHICULE 61.04 71.30 87.90 86.66 89.09
ALTELE 2.30 0.58 14.79 18.65 22.14
Indicatori de acuratete
functie de numarul de epoci
__ 100
£ 90
§ 80 - = -
g 70 - —0— OA (%)
g 90 - ®— KAPPA (%)
50
0 10 20 30 40 50 60

Numarul de epoci

Fig. 18. Grafic indicatori de acuratete functie de numarul de epoci Test 3

11
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Din Fig. 17 si Fig. 18 se poate observa o scadere a acuratetii segmentarii dupa 20 de epoci,
dar o imbunititire a scorului F1 pentru clasa CLADIRI. Pentru clidiri putem afirma ci cele mai
bune rezultate s-au obtinut pentru 50 de epoci. Timpul necesar pentru rularea procesului de
antrenare pentru 50 de epoci a fost de 6 ore.

.' tiqﬁ# “'mﬂ; J“';‘.m a‘w “r‘ o

Ay

5 epoci 10 epoci 20 epoci 30 epoci 50 epoci Imaginea RGB

Fig. 19. Vizualizarea rezultatelor clasificarii (imagine detaliu)

4. Concluzii

Tn zilele noastre, arhitectura AlexNet [17] a fost depasita de arhitecturi mult mai eficiente,
dar reprezinta pasul cheie spre retelele profunde actuale.

Retelele neuronale profunde sunt utilizate cu precadere in prezent, pentru ca au fost
ntrunite cele trei criterii de baza: seturile de date sunt mari (big data), capabilitatile hardware date
de GPU sunt impresionante si componenta software prezinta tehnici imbunatatite si modele noi.

Alegerea  modelului  arhitectural  si  antrenarea  retelei  se  bazeaza
pe incercari si experienta proprie dobandita. Din toate etapele unui proces complex folosind retele
neuronale, procesul de antrenare are durata cea mai lunga.

Unul dintre avantajele de baza ale retelelor neuronale este capacitatea de a modela atat
functii liniare cat si neliniare.

Retelele neuronale au capacitatea de a functiona datorita numarului mare de neuroni chiar
daca sistemul prezintd deteriorari.

Retelele neuronale convolutionale au devenit un standard 1in aplicatiile
bazate pe analiza de imagini, performantele lor putdnd egala performanta umand 1in
domeniu. Este bine ca straturile convolutionale sa utilizeze filtre de dimensiuni mici (3%3 sau 5x5),
pas egal cu 1 si padding cu zero astfel incat sa nu fie alterate dimensiunile spatiale ale intrarii.

Valorile din matricea de confuzie rezultata in procesul de antrenare ofera informatii
valoroase cu privire la neclaritdtile obtinute in diferentierea claselor.

Pentru Testul 1 - Vaihingen, cladirile au fost segmentate cel mai precis dupa 10 epoci de
antrenare a retelei, cu obtinerea unui scor F1 de 91.76%.

Pentru Testul 2 - Vaihingen, elementele au fost segmentate cel mai precis dupa 10 epoci
de antrenare a retelei, pentru clasa CLADIRI s-a obtinut scorul F1 de 91.83%, pentru clasa
DRUMURI s-a obtinut scorul F1 de 87.83%, pentru clasa POMI s-a obtinut scorul F1 de 87.1%.
Din graficul reprezentat in Fig. 52. se poate deduce ca rezultatele cele mai bune Se pot obtinute
pentru 12 epoci; dupa depasirea acestui numar de epoci precizia segmentarii scade.
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Pentru Test 3 - Potsdam, clasa ALTELE genereaza cele mai mari confuzii in procesul de

invatare, din acest motiv scorul F1 obtinut in cazul acestei clase variaza intre 2.3% si 22.14%, in
functie de numarul de epoci. Pentru acest set de date se observa o scadere a acuratetii Segmentarii
dupi 20 de epoci, dar o imbunititire a scorului F1 pentru clasa CLADIRI. Astfel, pentru cladiri
cele mai bune rezultate s-au obtinut pentru 50 de epoci (95.52%).

Multumiri

Setul de date Vaihingen a fost pus la dispozitie de catre Societatea Germana de Fotogrammetrie,
Teledetectie si Geoinformatii (DGPF). Setul de date Potsdam a fost pus la dispozitie de catre BSF
Swissphoto. Pentru testarea segmentérii imaginilor utilizand retele neuronale artificiale, am folosit codul
Python, disponibil pe pagina https://blesaux.github.io/teaching/DL4RS.

10.
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